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RESUMO 

 

A metodologia que permite monitorar as cargas elétricas sem acesso físico a elas, 

mas somente por meio da corrente total da residência, é conhecida como 

monitoramento não intrusivo. Esta técnica possui diversas aplicações e dentre elas 

está a possibilidade de gerenciar melhor o uso da energia elétrica, fornecendo 

informações fundamentais para a implementação das Smart Grids e permitir um 

melhor Gerenciamento pelo Lado da Demanda. No entanto, para que seja possível 

obter os dados referentes ao uso das cargas elétricas é necessária a definição de 

assinaturas para cada equipamento, ou seja, a identificação de uma característica 

única, capaz de diferenciá-la no contexto global. Diante disso, este trabalho 

apresenta uma metodologia para a extração das características e definição das 

assinaturas para cargas elétricas, por meio da aplicação da Transformada de Fourier 

de Tempo Curto em conjunto com o kernel PCA. Além disso, foi utilizado o 

classificador kNN para validar a capacidade de separação das informações por meio 

do método apresentado. Os resultados encontrados demonstram que o algoritmo é 

eficiente ao que se propõe, visto que as taxas alcançaram 83% de acertos. 

 

Palavras-chave: Smart Grid. Monitoramento não intrusivo de cargas. Kernel PCA. 

 

 

 

 

 

 

 

 



 

ABSTRACT 

 

The methodology that allows to monitor electrical loads without physical access to 

them, but only through the total current of residence, is known as non-intrusive load 

monitoring. This technique has several applications and among them is the possibility 

to better manage the use of electric energy, providing fundamental information for the 

implementation of Smart Grids and allowing better Demand Side Management. 

However, to obtain data on the use of electric loads, it is necessary to define 

signatures for each equipment, that is, to identify a unique characteristic capable of 

differentiating it in the global context. Therefore, this work presents a methodology for 

the extraction of the characteristics and definition of signatures for electrical loads, by 

applying the Short Time Fourier Transform together kernel PCA. In addition, the kNN 

classifier was used to validate the ability to separate information using the presented 

method. The results show that the algorithm is efficient to what is proposed, since 

rates reached 83% of accuracy. 

 

Keywords: Smart Grid. Non-intrusive Load Monitoring. Kernel PCA. 
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1 INTRODUÇÃO 

 

Cada vez mais a sociedade é dependente da energia elétrica, o que exige um 

constante aumento da sua oferta, além de demandar gradualmente o seu consumo 

eficiente. Desde a década de 90, para os consumidores alimentados em alta tensão, 

este consumo mais eficiente extrapola a consciência verde e a responsabilidade 

social das empresas, ou seja, a melhor gestão da energia é também uma questão 

financeira imposta pelas modalidades tarifárias utilizadas, que no Brasil, por 

exemplo, aplica tarifas diferenciadas de consumo de acordo com as horas de 

utilização do dia. 

Recentemente, no Brasil e em outros países (TORRITI, 2012) também se optou 

como política pública o emprego de técnicas de Gerenciamento pelo Lado da 

Demanda (GLD) para o consumidor residencial de baixa tensão (BT). A premissa 

básica do GLD é a busca de uma alteração no perfil de consumo de energia do 

usuário com o intuito de reduzir o uso de energia durante os períodos de pico, por 

meio de incentivos financeiros e conscientização. 

No Brasil, o conceito de GLD para consumidores de BT ganhou enorme relevância, 

especialmente devido ao aumento dos custos de energia elétrica por questões 

climáticas que reduziu a contribuição da energia hidráulica na matriz energética 

brasileira. Em 2016, o consumo de energia elétrica na classe residencial representou 

41% do total de energia elétrica consumida (BRASIL 2016). Segundo Ehrhardt-

Martinez (2010), com um gerenciamento apropriado de energia pode-se obter uma 

redução entre 10% e 15%, que, somente em 2016, representaria uma economia de 

13 milhões de MWh, sendo capaz de suprir o consumo elétrico dos serviços públicos 

brasileiros de água, esgoto e saneamento para o mesmo ano. 

O conceito de GLD passou a ser empregado no Brasil por meio da Tarifa Branca 

que, nos dias úteis, varia o seu valor em três horários: ponta, intermediário e fora de 

ponta. Nos horários de ponta e intermediário a energia tem valor mais elevado que 

no horário fora de ponta, no entanto, nos feriados nacionais e nos finais de semana 

o valor é sempre fora de ponta. Apesar de ainda opcional, o consumidor residencial 

que optar pela Tarifa Branca deverá saber não somente quanto cada 
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eletrodoméstico consome, mas também quando. Diante do exposto é interessante 

avaliar qual seria a habilidade do consumidor brasileiro de realizar esse 

gerenciamento de seu consumo.   

Considerando-se que a melhoria da performance de um gerenciamento energético 

está ligada à qualidade das informações existentes acerca do perfil de consumo dos 

usuários, uma informação será mais confiável à medida que ela deixa de ser apenas 

uma estimativa e passa a ser um dado real. Entretanto o limite divisório entre estimar 

e diagnosticar só é ultrapassado quando se começa a fazer medidas na instalação 

(AZZINI, 2012).  

Neste contexto, uma solução adequada para o gerenciamento do consumo 

residencial é a utilização de sistemas de Non-intrusive Load Monitoring (NILM), no 

qual a informação acerca da utilização de cada dispositivo é obtida a partir da 

corrente total, no disjuntor principal da instalação, permitindo aos usuários 

monitorarem seu consumo e seus gastos com energia elétrica ou até programar um 

sistema controlador de carga capaz de limitar o consumo nos horários de ponta. Por 

apresentar grandes possibilidades de ganhos nos âmbitos científico, técnico e 

comercial, o NILM assume o tema principal deste trabalho. 

 

1.1 MONITORAMENTO NÃO INTRUSIVO 

 

O Monitoramento não intrusivo consiste na identificação das cargas elétricas de um 

circuito a partir da medição do sinal elétrico em um único ponto do circuito, ou seja, 

sem contato direto com cada carga (HART, 1992). A Figura 1 apresenta um 

esquema de um NILM, no qual os sensores de corrente elétrica são instalados 

apenas na alimentação principal de uma residência e a partir de métodos 

sofisticados de análise da corrente e tensão elétrica é possível estimar a quantidade 

e a natureza das cargas individuais. Embora seja apenas um sinal de corrente, 

métodos de análise utilizam técnicas de desagregação das informações de cada 

carga para obterem as características individuais dos equipamentos. Estas 

características individuais intitulam-se assinaturas, cuja identificação é o objetivo 
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principal deste trabalho, pois assim torna-se possível discriminar quais 

equipamentos estão ligados. 

 

Figura 1 - Sistema de monitoramento não intrusivo de cargas elétricas residenciais 

 
Fonte: Adaptado de Meehan e coautores (2014) 

 

A caracterização de cargas elétricas oferece informações mais detalhadas sobre uso 

de energia em aplicações como resposta à demanda e gerenciamento de energia 

(DU et al., 2016). Além disso, por seu caráter não intrusivo, o NILM é também 

naturalmente adequado para o gerenciamento da energia consumida por unidades 

residenciais e se mostra um grande instrumento para a implementação das Smart 

Grids (YU et al., 2016). 

As estratégias de monitoramento não intrusivo têm se desenvolvido nos últimos 25 

anos. Assim, desde os trabalhos iniciados por Hart (1992), que desenvolveu os 

primeiros modelos de NILM, até os atuais trabalhos nas áreas de reconhecimento de 

padrões e processamento de sinais digitais, nos quais podemos citar exemplos 
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como Figueiredo (2012), Chang (2012) e Gillis e coautores (2016). Dentre técnicas 

de reconhecimento de padrões para identificação das cargas elétricas em sistemas 

NILM, cita-se o trabalho de Du e coautores (2016) que utiliza trajetórias de tensão-

corrente como assinaturas, para a classificação de equipamentos; o trabalho de 

Figueiredo (2012) que propõe uma nova metodologia para identificar cargas em 

regime e os trabalhos de Chang (2012) e Gillis e coautores (2016) que fazem uso de 

Transformada Wavelet na extração das características.  

Apesar de vários esforços apresentados na literatura, ainda não é possível afirmar 

que há uma técnica robusta e assertiva o suficiente capaz de detectar os eventos 

liga-desliga para todos os tipos de cargas (ZEIFMAN, 2011). Todavia, independente 

do método usado em sistemas de NILM, existem 3 (três) princípios bem comuns. 

Primeiro deve-se escolher uma assinatura e expressá-la matematicamente. 

Segundo, deve-se escolher um hardware que seja capaz de capturar as variáveis 

elétricas de modo compatível com a assinatura escolhida. E por último é necessário 

um algoritmo matemático capaz de detectar a assinatura em meio aos dados da 

carga total (ZEIFMAN, 2011).  

 

1.2 OBJETIVOS 

 

Seguindo os princípios que definem um sistema NILM, descritos em Zeifman (2011), 

este trabalho tem como objetivo principal a identificação de uma assinatura das 

correntes elétricas geradas pelos equipamentos residenciais, capaz de caracterizar 

bem cada uma das cargas. 

Outro objetivo a ser alcançado pelo trabalho é o de manter um compromisso entre a 

identificação de uma assinatura das cargas e a viabilidade de implementação real de 

um sistema classificador, a fim de, futuramente, ser utilizado em um hardware 

financeiramente acessível a usuários de perfil residencial. 
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1.3 MEDOTOLOGIA 

 

Tendo em vista alcançar o objetivo proposto, o trabalho foi dividido em duas etapas: 

a primeira é uma avaliação de três modelos de cargas geradas por meio de 

simulação, no software Simulink® e a segunda uma abordagem sobre um banco de 

dados real, gerado a partir da aquisição das correntes elétricas de seis 

equipamentos, em bancada. 

Inicialmente, na fase de simulação, com o intuito de avaliar a eficiência da técnica 

proposta, foram geradas duas cargas com características elétricas semelhantes, 

sendo elas: uma carga resistiva e uma carga que utiliza um filtro Valley-Fill (VF) para 

correção de fator de potência. Tal filtro é utilizado, por exemplo, em reatores 

eletrônicos para o acionamento de lâmpadas fluorescentes (COSTA et al., 2003) e 

para aumentar o cenário de dificuldade foi adicionado um retificador monofásico de 

ponte completa com capacitor de filtro ao conjunto de cargas passíveis de 

identificação. A dificuldade gerada ao inserir esta carga está nos valores elevados 

das amplitudes de suas componentes harmônicas, ou seja, o conteúdo harmônico 

da corrente de entrada do conjunto retificador agregado à carga resistiva é similar ao 

conteúdo harmônico da corrente de entrada do conjunto retificador agregado à carga 

com filtro Valley-Fill (VF). 

O algoritmo desenvolvido para se obter uma assinatura adequada para os 

equipamentos utiliza as informações provenientes das formas de onda de corrente 

de cada carga elétrica e aplica a Short-time Fourier Transform (STFT), gerando 

assim um espectrograma, com características do sinal no regime da frequência e 

também no tempo. Embora a quantidade de informações fornecidas pela técnica da 

STFT seja representativa para alguns conjuntos de cargas, em algumas 

combinações esses dados não foram suficientes para caracterizar as classes de 

cargas combinadas. Desse modo, visando aprimorar a assinatura das cargas, sobre 

as informações obtidas pelo espectrograma, foi aplicado o algoritmo denominado 

kernel Principal Component Analysis (kPCA), uma extensão do algoritmo tradicional 

de análise de componentes principais, cujo objetivo também é separar melhor as 
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classes, facilitando o trabalho do classificador. A estrutura do algoritmo proposto 

neste trabalho pode ser verificada na Figura 2. 

 

Figura 2 - Estrutura do algoritmo proposto 

 
Fonte: Autoria própria 
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Por fim, utilizou-se um classificador baseado em distâncias, k-Nearest Neighbors 

(kNN), para definir a quais classes pertenciam cada forma de onda analisada. 

Após a aplicação da técnica proposta nas cargas geradas por simulação, empregou-

se o mesmo procedimento sobre os dados adquiridos de cargas elétricas reais. As 

cargas escolhidas para o teste foram as seguintes:  

 uma fonte de computador (PC), com correção de fator de potência;  

 uma lâmpada fluorescente compacta, com um retificador monofásico de ponte 

completa com capacitor de filtro; 

 uma lâmpada incandescente, de característica puramente resistiva; 

 um ferro de solda, de característica puramente resistiva; 

 uma furadeira de bancada sem carga, de característica resistiva com 

distorção; 

 uma fonte de notebook, com retificador monofásico de ponte completa com 

capacitor de filtro. 

 

1.4 ESTRUTURA DO TEXTO 

 

A partir deste tópico, o texto segue a estrutura descrita a seguir. 

No Capítulo 0 é apresentada a revisão bibliográfica referente ao que já foi 

desenvolvido sobre NILM e como estão os estudos atualmente.  

No Capítulo 0 são apresentados os aspectos teóricos utilizados no desenvolvimento 

deste trabalho em particular, abrangendo as técnicas para obtenção das assinaturas 

das cargas elétricas.  

No Capítulo 0 é apresentada a metodologia do trabalho, ou seja, o sequenciamento 

das rotinas para obtenção do algoritmo.  
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Nos Capítulos 0 e 0 são apresentados os resultados obtidos com a confirmação da 

técnica proposta e a conclusão, respectivamente. 
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2 REVISÃO BIBLIOGRÁFICA 

 

Na sequência são apresentados diferentes métodos de identificação de cargas 

elétricas, divididos conforme a frequência de amostragem do sinal elétrico. 

 

2.1 MÉTODOS DE BAIXA FREQUÊNCIA DE AMOSTRAGEM 

 

Algumas características dos sinais elétricos podem ser capturadas com hardwares 

de baixa frequência de amostragem e, por consequência, podem reduzir o custo de 

instalação de um determinado sistema. Com este tipo de hardware é possível obter 

informações como potência ativa e reativa a taxas de amostragem em torno de 1 Hz. 

Uma vez que o período fundamental das redes elétricas são 1/60 s ou 1/50 s, as 

informações adquiridas com este tipo de hardware serão características 

"macroscópicas", relativamente grosseiras.  

 

2.1.1 Mudanças nas potências ativa e reativa 

 

O método originalmente desenvolvido no Massachusetts Institute of Technology 

(MIT) por Hart (1992) foi o pioneiro nos estudos relativos a monitoramento não 

intrusivo e estabeleceu diversos conceitos que se fixaram e são, ainda hoje, usados 

nos diversos trabalhos do tema. O método de Hart (1992) separa as cargas 

residenciais em quatro tipos: 

i. Cargas continuamente ligadas, tais como modem wi-fi e alarmes, que 

funcionam 24 horas por dia, 7 dias por semana e têm potências ativa e reativa 

constantes. 

ii. Equipamentos on-off, que representam a maioria dos equipamentos 

domésticos. Lâmpadas, computadores, bombas d’água estão nesta categoria. 
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iii. Máquinas de Estado Finito (MEF): inclui equipamentos que possuem vários 

pontos de operação definidos e normalmente funcionam em ciclos repetitivos. 

Como exemplo, cita-se a lavadora de roupas. 

iv. Equipamentos continuamente variáveis: variam sua potência ao longo do 

tempo de operação e não possuem um ciclo bem definido. Cita-se os 

equipamentos com inversores de frequência e até mesmo lâmpadas 

dimerizadas como exemplo.  

O critério de tipificação dos equipamentos estabelecido por Hart (1992) tornou-se 

padrão para os demais trabalhos relacionados a monitoramento não intrusivo de 

cargas elétricas e foi também adotado neste projeto. 

A versão original estabelecida do método MIT inclui cinco etapas. Em primeiro lugar, 

um detetor de borda identifica mudanças no nível de potência das cargas em 

regime. Em segundo lugar, um algoritmo de análise de cluster localiza essas 

mudanças em um espaço bidimensional com as assinaturas de potência ativa e 

reativa (plano P-Q), representando mudanças no consumo de energia com uma 

interpretação gráfica simples. Em terceiro lugar, agrupamentos positivos e negativos 

de magnitude semelhante são pareados ou combinados. Na quarta etapa, conhecida 

como resolução de anomalias, os clusters e eventos incomparáveis são 

emparelhados ou associados a clusters existentes ou novos, de acordo com um 

algoritmo de melhor probabilidade. Na quinta e última etapa, pares de clusters são 

associados a níveis de consumo de energia de carga conhecidos para determinar o 

modo de operação de cargas individuais. Este passo final utiliza as informações 

adquiridas na etapa de treinamento. 

As Figuras 3 e 4 ilustram as etapas iniciais do método do MIT. O primeiro passo do 

algoritmo proposto, ilustrado na Figura 3, apresenta a alteração da potência global, 

em kW, de uma residência ao longo do tempo. Cada alteração positiva de potência 

representa o início do consumo de algum equipamento, bem como cada alteração 

negativa representa o desligamento de algum equipamento. Como exemplo 

observamos no gráfico o início do consumo de uma geladeira em torno do minuto 3 

e o desligamento do mesmo equipamento em torno do minuto 12. O segundo passo 

do método do MIT, apresentado na  
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Figura 4, mostra o espaço de assinaturas, ou seja, a área onde se localizam os 

equipamentos no plano das potências ativa e reativa. Pode-se observar que 

equipamentos com características resistivas como ferro elétrico e lâmpada 

incandescente não possuem componentes complexos. 

 

Figura 3 - Gráfico de potência x tempo mostrando as mudanças devido aos eventos 
dos equipamentos. 

 
Fonte: Adaptado de Hart (1992) 

 

Figura 4 - Espaço de assinaturas das potências reativas normalizadas. 

 
Fonte: Adaptado de Hart (1992) 
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Em Hart (1992), observou-se ainda que as variações na tensão em torno de 10% 

poderiam gerar uma alteração na potência em torno de 20%. Em função deste 

impacto, foi proposta a utilização da admitância 𝑌 e a mesma foi representada em 

função da potência normalizada,  

𝑃𝑛𝑜𝑟𝑚(𝑡) = 1202𝑌(𝑡) = (
120

𝑉(𝑡)
)
2

𝑃(𝑡), (1) 

em que 𝑉 é a tensão atual da rede e 𝑃 é a potência instantânea medida. A 

normalização baseia-se na linearidade da admitância para o circuito em aparelhos 

paralelos. O valor de 120 V corresponde à tensão nominal no sistema de distribuição 

de energia dos EUA. 

O método original do MIT proposto por Hart (1992) possui boa assertividade na 

identificação de equipamentos on-off, porém encontra diversas dificuldades na 

detecção de cargas MEF e continuamente variáveis, além de equipamentos com 

potências similares (LAUGHMAN et al, 2003). Em consequência dessas dificuldades 

citadas, as versões mais recentes do algoritmo do MIT empenharam seus esforços 

em reduzir tais problemas, ao menos parcialmente. Em Hart (1993) é proposto um 

método para monitoramento de MEF, enquanto em Laughman e colaboradores 

(2003) apresentam uma extensão do método com a utilização de harmônicas para 

transitórios, amostrados em frequências acima de 1,2 kHz, permitindo a identificação 

de cargas continuamente variáveis. 

 

2.1.2 Mudanças nas potências ativa e reativa e características 

“macroscópicas” adicionais 

 

Os autores Norfold e Leeb (1996), participantes do grupo do MIT, estenderam o 

método original e descobriram que um filtro de média aplicado ao sinal de potência 

elétrica (ativa e reativa) obtido na amostragem, remove picos abruptos sem sentido 

no sinal bruto. Considerando a aplicação dessa técnica, observa-se que o sinal 

filtrado possui duas características importantes: a potência reativa é relativamente 

pequena e a duração dos transitórios, especialmente o tempo de partida, podem ser 
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relativamente longos. Os autores inseriram as informações dos transitórios das 

cargas para compensar a falta de informações do sinal. Porém, a baixa 

repetibilidade dos transitórios foi um problema identificado. Diante do exposto, 

constatou-se que a aplicação das técnicas se mostrou mais eficiente que o método 

original, resolvendo problemas de identificação de eventos sobrepostos, como a 

ligação de dois equipamentos simultâneos. 

Uma outra extensão do método do MIT foi proposta por Cole e Albicki (1998), que 

apresenta uma maneira especificamente adequada para identificar aparelhos 

caracterizados por picos significativos no consumo de energia, como bombas de 

calor, máquinas de lavar louças ou refrigeradores. O método se baseia na utilização 

de "bordas" e "rampas" dos sinais elétricos como as características dos 

equipamentos, em complemento ao sinal de potência elétrica em regime. A principal 

contribuição do algoritmo proposto está na abordagem lógica em relação às 

sequências de operação dos equipamentos ao invés de utilizar apenas a potência 

instantânea. 

Uma outra proposta de abordagem pode ser verificada em Azzini (2012), na qual a 

utilização das potências ativa e reativa em combinação com a Distorção Harmônica 

Total de Corrente (DHTI) são empregadas para formar as assinaturas das cargas.  

Em Zoha e coautores (2013) foi proposta uma solução que faz uso de medições de 

potência aplicada a aparelhos de baixa potência. Os autores realizaram um estudo 

sobre uma variante especializada do Modelo Escondido de Markov (do inglês 

Hidden Markov Model - HMM) conhecido como HMM Fatorial (FHMM) para estudar 

os padrões específicos da carga a partir das medidas de potência acumuladas. A 

abordagem identifica os estados do dispositivo fornecendo uma precisão de 90% 

para cargas on-off e 80% para aparelhos multi-estado. No entanto, o desempenho 

diminui severamente nos casos em que os dispositivos alternam para estados 

intermediários e também quando testado com várias cargas em paralelo, mostrando-

se precário para a proposta original de desagregação de cargas. 
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2.1.3 Mudanças apenas na potência ativa 

 

A Técnica de Heurística do Perfil de Uso do Usuário Final (do inglês Heuristic End-

Use Load Profiler - HELP), proposta em Powers e colaboradores (1991) realiza a 

desagregação somente de cargas de potência mais elevada, como aparelhos de ar–

condicionado. Tal técnica usa uma amostragem de 15 minutos. Assim, para um 

determinado conjunto de dados, o algoritmo varre todo o perfil de consumo de 

energia da residência e registra a ocorrência, o tempo e a magnitude de todas as 

grandes mudanças (ou picos) em consumo de energia. Em seguida, o algoritmo 

determina quais picos correspondem ao uso final considerado e os ajusta de acordo 

com verificações de consistência. O perfil de carga aprendido pelo algoritmo permite 

desagregar a informação acerca do uso do equipamento selecionado conforme o 

perfil de utilização do mesmo. O método foi pouco disseminado por se basear em 

modelos proprietários, ou seja, restringidos por quem o desenvolveu e também 

devido ao tempo de amostragem limitar à faixa de dispositivos que podem ser 

detectados.  

Outra técnica baseada apenas em potência ativa foi proposta por Farinaccio e 

Zmeureanu (1999), da Universidade de Concórdia que utiliza um período de 

amostragem de 16 segundos e detecta apenas cargas de alta potência ativa como 

aquecedores de água e refrigeradores. Neste método, diferentes equipamentos 

possuem diferentes regras para detecção. Embora o algoritmo tenha atingido 80% 

de acurácia, o tempo de treinamento sugerido é excessivamente alto, chegando a 

uma semana para apenas dois equipamentos apresentados no estudo. O método de 

reconhecimento de padrões se assemelha a um sistema especialista.  

Em Marceau e Zmeureanu (2000) é apresentada uma extensão da técnica proposta 

por Farinaccio e Zmeureanu (1999), na qual se sugere uma filtragem adicional do 

sinal elétrico na detecção dos eventos on-off. Considerando os equipamentos 

testados com a técnica sugerida, obteve-se uma taxa de acertos de até 90%, 

entretanto o processo de treinamento de uma semana e a necessidade de regras de 

decisão específicas para cada equipamento se mostraram uma restrição do sistema. 
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Outro trabalho interessante considerando apenas a potência ativa foi proposto por 

Baranski e Voss (2004) em que se incrementa o medidor de potência com um 

sensor ótico que monitora toda a potência ativa com uma resolução de tempo de 1s. 

O método não precisa de treinamento, mas em vez disso ele cria uma análise de 

frequência (histograma) com base nos dados históricos e só mudanças frequentes 

de energia são consideradas. Enquanto o método MIT tenta encontrar e combinar os 

eventos on-off, um por vez, o método de Baranski (2004) usa um algoritmo genético 

de otimização para associar de maneira ótima um grande conjunto de eventos on-off 

detectados aos equipamentos presentes no tempo. Para tratar equipamentos que 

operam como MEF, Baranski e Voss (2004) propõem o uso de uma variação do 

algoritmo de Viterbi (FORNEY, 1973), que aborda uma maneira de estimar 

sequências de processos com estados finitos.  

 

2.2 MÉTODOS DE ALTA FREQUÊNCIA DE AMOSTRAGEM 

 

Certas características impostas ao sinal pelas cargas elétricas somente são 

extraídas em altas frequências de amostragem, tais como as características 

extraídas do conteúdo harmônico e da forma de onda do sinal. Para as harmônicas, 

o Teorema de Amostragem de Nyquist define que, para capturar a maior harmônica 

num sinal, a amostragem deve ser duas vezes maior que esta frequência. 

Considerando que não são utilizados valores maiores que a 11ª harmônica (660 Hz), 

isso implicará em uma amostragem mínima acima de 1,2 kHz. Entretanto, quanto 

maior a frequência de amostragem maior será o volume de dados, exigindo maior 

capacidade de armazenamento e transmissão, sendo estes os grandes desafios 

deste tipo de hardware.  

 

2.2.1 Harmônicas e Transformada de Fourier 
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O grupo do MIT (LAUGHMAN et al, 2003), incorporou ao método original de Hart 

(1992) o uso das harmônicas para identificação de cargas, no entanto, esta 

informação de alta frequência se restringiu apenas aos sinais transitórios, com o 

intuito de economizar recursos computacionais.   

Uma extensão natural das harmônicas é o conceito de envelope espectral (LEEB et 

al, 1995) que apresenta um vetor dos principais coeficientes da Transformada 

Rápida de Fourier (do inglês Fast Fourier Transform - FFT). Os envelopes espectrais 

são características bem definidas e podem ser usadas como assinaturas até mesmo 

em equipamentos com carga variável e isso significa um avanço em relação às 

características “macroscópicas”, ou seja, as mudanças na potência, analisadas em 

baixa frequência, citadas anteriormente.  

A abordagem do grupo do MIT no uso dos envelopes espectrais das harmônicas 

utiliza um procedimento de mínimos quadrados (SHAW et al., 2008) para modelar 

uma função. Este procedimento compara o envelope espectral atual para cada um 

dos envelopes "assinatura" de um banco de dados. Em seguida, utiliza-se a métrica 

de distância para classificação da carga. Apesar do método poder detectar vários 

aparelhos, incluindo cargas variáveis, o mesmo, aparentemente, apresenta várias 

desvantagens, como a necessidade de treinamento excessivo para cada aparelho 

específico antes da classificação e não se sabe se o método é robusto para a 

presença de novos aparelhos sem uma assinatura conhecida, visto que o sistema 

não foi testado em muitos cenários. 

O trabalho desenvolvido em Akbar (2007) considerou o uso de harmônicas dos 

transitórios apenas para cargas não lineares, cujo método assemelha-se ao do MIT 

estendido para transitórios. Apesar do método apresentado não ter novas 

contribuições significativas, ele foi bastante citado por outros autores.  

A dificuldade de desenvolver hardwares que detectem corretamente os transitórios 

motivou pesquisadores a desenvolverem sistemas de monitoramento das 

harmônicas também em regime, a exemplo de Srinivasan e colaboradores (2006), 

cujo trabalho foi o desenvolvimento de uma técnica baseada no contínuo 

monitoramento das harmônicas de oito equipamentos. Além disso, especificamente 

para extração de assinaturas e identificação de dispositivos, o autor desenvolveu 
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vários modelos de classificação baseados em redes neurais, como Função de Base 

Radial (do inglês Radial Basis Function - RBF), Perceptron Multicamadas e 

Máquinas de Vetor Suporte (do inglês Support Vector Machine - SVM) com kernels 

polinomiais, lineares e RBF (VAPNIK; LERNER, 1963). Diante disso, observou-se 

que equipamentos semelhantes possuem assinaturas de harmônicas muito 

próximas, com diferenças sutis apenas em harmônicas mais elevadas e a acurácia 

do sistema esteve entre 80% e 90%. 

Uma vez que o monitoramento contínuo permite que mais de um equipamento 

esteja presente ao mesmo tempo, ou se utiliza um sistema de desagregação de 

sinal ou a detecção deve ser treinada para todas as possibilidades possíveis e 

Srinivasan e colaboradores (2006) escolheu o último método. Desse modo tornou-se 

necessário treinar a rede neural para todas as 2N-1 possíveis combinações on-off, 

sendo N o número de equipamentos. Assim, para o projeto citado, que utilizou 8 

equipamentos, foram avaliadas 255 combinações de cargas.  

Um trabalho original no contexto do NILM foi apresentado em Patel e coautores 

(2007) e complementado pelo próprio grupo em Gupta e coautores (2010), que 

monitora o ruído elétrico nas tomadas para identificação dos transitórios, 

considerando que vários equipamentos eletrônicos atuais utilizam fontes chaveadas, 

que geram interferência eletromagnética (do inglês Electromagnetic Interference - 

EMI) de alta frequência. Nesse contexto, a FFT do ruído elétrico foi utilizada como 

característica.  

Para os dispositivos analisados as características de Fourier dos sinais EMI na faixa 

de 36-500 kHz permitiram a diferenciação adequada para os diversos equipamentos 

residenciais e geraram uma taxa de acertos na ordem de 93% (GUPTA et al., 2010). 

Porém, apesar da taxa de detecções, o método não apresentou uma maneira de 

estimar a potência consumida. Neste contexto, alguns pontos de atenção sobre a 

utilização da EMI: dependência do cabeamento da residência; interferência da EMI 

das residências vizinhas, especialmente em apartamentos; sobreposição de EMI; 

fabricantes de eletrônicos que podem mudar as especificações das fontes 

chaveadas; e nem todos os equipamentos são equipados com fontes chaveadas. 
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2.2.2 Além da Transformada de Fourier 

 

Além da Transformada de Fourier, outros métodos podem ser aplicados para 

caracterizar os equipamentos, como a Transformada Wavelet, que foi utilizada no 

trabalho de Chan e coautores (2000), por apresentar informações das frequências 

localizadas no tempo, acrescendo assim mais informações às características dos 

equipamentos, permitindo maior diferenciação entre os mesmos. Entretanto o 

trabalho não descreveu um procedimento para uso no sistema NILM. Todavia, em 

Chang e colaboradores (2014) é apresentada uma aplicação dos Coeficientes da 

Transformada Wavelet (do inglês Wavelet Transform Coefficient - WTC) para a 

identificação do sinal do transiente de eventos on-off. Com o intuito meio de reduzir 

o tempo de computação e os requisitos de memória sem degradar o desempenho, 

foi proposto o uso do espectro de potência dos WTCs em diferentes escalas, 

calculadas pelo Teorema de Parseval. Em seguida, após a extração das 

características, utilizou-se a construção de redes neurais artificiais como sistema 

classificador. Em Gillis e Morsi (2016) é apresentado um de utilização de 

transformada wavelet através de um método semi-supervisionado. 

Já o trabalho de Lam e coautores (2007) emprega as curvas de Corrente por Tensão 

(I x V) para diferenciar as cargas, em que a geometria das curvas são as 

características de cada equipamento e o algoritmo não utiliza o tempo como 

referência. A Figura 5 apresenta curvas típicas obtidas pelos autores e, dentre os 

diversos aspectos das curvas, propostos como características por Lam e coautores 

(2007), está o valor de pico normalizado, cuja definição é a distância vertical máxima 

entre a trajetória e a linha reta que liga as extremidades do segmento médio (as 

linhas pontilhadas inclinadas). Embora seja uma característica interessante, ainda 

não foi proposto um algoritmo funcional para o NILM. 

Em Kong e colaboradores (2015) é apresentado um método de desagregação de 

cargas baseado na interferência eletromagnética gerada pelos equipamentos 

elétricos na forma de onda da tensão. Nesse trabalho o grupo utilizou o conceito de 

cepstrum, que é definido como a transformada inversa de Fourier do logaritmo do 

espectro de potência de um sinal (Noll, 1967). Após a realização tratamento do sinal 
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tanto com o hardware, por meio de filtros, quanto com o software, a frequência e a 

amplitude dos picos dominantes no cepstrum suavizado do sinal de tensão, gerados 

por cada aparelho, foram selecionados para formar um vetor de característica que 

representa cada equipamento doméstico. Por trabalhar com sinais na ordem de 30 

kHz a 300 kHz, o sistema apresenta necessidade de uma alta taxa de amostragem e 

para isso o grupo utilizou uma taxa de 1 MHz. 

 

Figura 5 - Curvas I-V de (a) rádio e (b) tocador de CD 

 
Fonte: Adaptado de Lam (2007) 

 

Avaliando as performances obtidas a partir de cada característica separadamente, 

Liang e coautores (2016) propuseram o uso de diversas características 

simultaneamente para aumentar a acurácia dos algoritmos. Nesse sentido, as 

características definidas incluem forma de onda de corrente, mudanças na potência 

ativa e reativa, frequências harmônicas, forma de onda de admitância (relação I/V x 

tempo), forma de onda de potência (produto V*I x tempo), autovalores das formas de 

onda e forma de onda dos transitórios (potência sobre meio-ciclo). Além da fusão 

das características, Liang e coautores (2010) propuseram a fusão de vários 

algoritmos na classificação das cargas por meio de um procedimento denominado 

Comitê de Decisão. Aparentemente, a combinação de diferentes algoritmos alcança 

quase 10% de melhora na acurácia, em relação a qualquer algoritmo individual. 

Devido aos bons resultados encontrados pela fusão de características, outros 

trabalhos também fizeram propostas interessantes para melhoramento das 

classificações, como Tabatabaei e outros (2017).  
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Além dos diversos trabalhos citados, estudos preliminares também estão sendo 

feitos no campo da extração das assinaturas, tal como Semwal e colaboradores 

(2013) que propõe o uso de ICA (Independent Component Analysis), capaz de 

separar as informações de sinais agregados. 

No que diz respeito aos métodos de classificação, alguns trabalhos recentes 

empregam também as técnicas de deep learning para identificação das 

características, tal como apresentado em Singh (2017). 
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3 ASPECTOS TEÓRICOS DA IDENTIFICAÇÃO DAS CARGAS ELÉTRICAS NO 

CONTEXTO DO MONITORAMENTO NÃO INTRUSIVO 

 

Este Capítulo trata dos conceitos envolvidos na técnica aqui proposta para a 

identificação de cargas elétricas. Na Seção 0 serão apresentadas as características 

da Distorção Harmônica da Corrente Elétrica. A Seção 0 define o conceito para 

Transformada de Fourier no Tempo Curto e a Seção 0 explica o método do Kernel 

PCA e as aplicações no espaço de características. 

 

3.1 HARMÔNICOS DA CORRENTE ELÉTRICA 

 

Considerando-se que a tensão de um sistema elétrico possui uma forma de onda 

perfeitamente senoidal, ou seja, esta forma de onda possui apenas a componente 

fundamental, cuja frequência definida para o Brasil é de 60 Hz. No entanto, certos 

tipos de cargas podem causar distorções nas formas de onda de tensão e corrente 

da rede elétrica. A estas distorções dá-se o nome de distorções harmônicas. As 

harmônicas são ondas senoidais de frequências múltiplas inteiras de uma frequência 

de referência. Então a 2ª harmônica será uma onda senoidal de 120 Hz, a 3ª 

harmônica de 180 Hz e assim por diante (AZZINI, 2012).  

As principais causadoras de harmônicos na rede elétrica são as cargas com 

características não-lineares, tais como reatores eletrônicos, computadores, micro-

ondas, televisores, entre outras, que se caracterizam pelo emprego de componentes 

eletrônicos em sua fabricação, normalmente utilizados em conversores CA/CC.  

Por meio da série trigonométrica de Fourier é possível exprimir uma função periódica 

em termos de senos e cossenos. Assim, as formas de ondas distorcidas de tensão e 

de corrente podem ser decompostas em funções senoidais com frequências 

múltiplas da fundamental. 
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A Equação 2 representa a série trigonométrica de Fourier, onde 𝑓(𝑡) é uma função 

periódica, 𝑇 é o período e 𝑛 pertence ao conjunto de números inteiros positivos,  

𝑓(𝑡) = 𝑎𝑜 +∑ [𝑎𝑛 ⋅ 𝑐𝑜𝑠 (
2𝑛𝜋𝑡

𝑇
) + 𝑏𝑛 ⋅ 𝑠𝑒𝑛 (

2𝑛𝜋𝑡

𝑇
)] .

∞

𝑛=1

 (2) 

Os coeficientes 𝑎𝑜 , 𝑎𝑛, 𝑏𝑛, são obtidos das equações 

𝑎𝑜 =
2

𝑇
∫ 𝑓(𝑡)𝑑𝑡,
+𝑇/2

−𝑇/2

 (3) 

𝑎𝑛 =
2

𝑇
∫ 𝑓(𝑡) cos (

2𝑛𝜋𝑡

𝑇
) 𝑑𝑡 ,

+𝑇/2

−𝑇/2

 (4) 

𝑏𝑛 =
2

𝑇
∫ 𝑓(𝑡)sen⁡(

2𝑛𝜋𝑡

𝑇
) 𝑑𝑡

+𝑇/2

−𝑇/2

. (5) 

 

3.2 TRANSFORMADA DISCRETA DE FOURIER DE TEMPO CURTO (STFT – 

SHORT-TIME FOURIER TRANSFORM) 

 

A Short-time Fourier Transform (STFT) é uma transformada relacionada à Fourier 

usada para determinar as frequências e o conteúdo de fase das seções locais de um 

sinal à medida que ele muda ao longo do tempo (OPPENHEIM; SCHAFER, 2009). 

Ela mapeia uma função real unidimensional 𝑓(𝑡) em uma função complexa 𝐹(Ω, τ) 

definida num espaço bidimensional, em que Ω é a frequência angular e τ é o tempo, 

dado em segundos. Na prática, o procedimento para calcular a STFT é dividir um 

sinal de maior tempo em segmentos mais curtos de igual comprimento e depois 

calcular a transformada de Fourier separadamente em cada segmento mais curto. 

Isto revela o espectro de Fourier em cada segmento menor.  

A STFT aplica uma janela deslizante sobre uma função unidimensional, mapeando-a 

em uma função complexa, definida num espaço bidimensional, representando o 

sinal em função do tempo e da frequência. A Figura 6a apresenta a forma de onda 

da corrente elétrica de um retificador e na Figura 6b observa-se a frequência no eixo 
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Y e o tempo apresentado no eixo X. A variável intensidade é representada conforme 

a escala de cores do espectrograma. Dessa maneira, o espectrograma gerado pela 

STFT indica quais foram as frequências que tiveram maior intensidade no sinal 

amostrado ao longo do tempo e as janelas utilizadas para gerar a STFT são também 

apresentadas sobre o sinal de corrente da carga. 

 

Figura 6 - (a) Forma de onda da corrente elétrica de um retificador, com as janelas 
de Hamming usadas para gerar a STFT e (b) seu respectivo espectrograma. 

 
Fonte: Autoria própria 
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A transformada de Fourier de janela deslizante de uma função real 𝑓⁡(𝑡) é dada pela 

expressão, 

𝐺{𝑓(𝑡)} = 𝐹(Ω, τ) = ∫ 𝑓(𝑡) ∙ 𝑔∗(𝑡 − τ) ∙ 𝑒−𝑖Ω𝑡𝑑𝑡,
∞

−∞

 (6) 

em que 𝑔(𝑡) é uma função janela, sendo Ω a frequência angular e τ o tempo, dado 

em segundos. As funções janela comumente utilizadas são as janelas retangular, 

Hamming, Hanning ou Gauss. Neste trabalho foi utilizada a função janela de 

Hamming por sua boa capacidade de reduzir o efeito de dispersão. A definição da 

janela de Hamming é dada por 

𝑔(𝑛) = ⁡0,54 − 0,46 cos (2𝜋
𝑛

𝑁 − 1
⁡),⁡ (7) 

para 0 ≤ 𝑛 ≤ 𝑁 − 1, ou 0⁡para todo o restante, em que 𝑛 é cada ponto da janela. A 

Figura 7 apresenta a janela de Hamming utilizada neste trabalho. 

 

Figura 7 - Janela de Hamming. 

 
Fonte: Autoria própria 

 

As vantagens apresentadas pela STFT, como a característica de gerar informações 

nos regimes do tempo e da frequência, devem ser empregadas com cautela, pois o 

janelamento fixo utilizado para a obtenção dos dados possui restrições de aplicação, 

visto que a largura da função de janelamento define as características de tempo e 
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frequência do sinal de saída. Assim sendo, essa largura determina se haverá uma 

boa resolução no regime do tempo ou no regime da frequência, pois na STFT existe 

uma impossibilidade de obtenção de boa resolução em ambos os regimes ao 

mesmo tempo. Deste modo, uma janela mais larga proporciona melhor resolução na 

frequência, mas pior resolução no tempo. Entretanto uma janela mais estreita 

oferece melhor resolução no tempo e pior na frequência.  

 

3.3 KERNEL PCA E ESPAÇO DE CARACTERÍSTICAS 

 

O PCA é um instrumento poderoso para converter um conjunto de observações de 

variáveis possivelmente correlacionadas num conjunto de valores de variáveis 

linearmente não correlacionadas que permite selecionar as características mais 

representativas como maneira de reduzir um banco de dados de grande 

dimensionalidade (MIKA et al, 1998). 

Além disso, o PCA é matematicamente definido como uma transformação linear 

ortogonal que transforma os dados para um novo sistema de coordenadas de modo 

que a maior variância por qualquer projeção dos dados fica ao longo da primeira 

coordenada (o chamado primeiro componente), a segunda maior variância fica ao 

longo da segunda coordenada, e assim por diante (JOLLIFFE, 1986). 

De outra maneira, o PCA é uma transformação de base ortogonal utilizada para 

diagonalizar a matriz de covariância 𝐶 do conjunto de dados 𝑥𝑘, em que {𝑥𝑘 ∈

𝑅𝑁|𝑘 = 1, … , 𝑙}, e 

∑𝑥𝑘 = 0,

𝑙

𝑘=1

 (8) 

definida como 

𝐶 =⁡
1

𝑙
∑𝑥𝑗

𝑙

𝑗=1

𝑥𝑗
𝑇 , (9) 

em que 𝑙 é o número de amostras de entrada. 

https://pt.wikipedia.org/wiki/Transforma%C3%A7%C3%A3o_linear
https://pt.wikipedia.org/w/index.php?title=Orthogonal_transformation&action=edit&redlink=1
https://pt.wikipedia.org/wiki/Sistema_de_coordenadas
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As novas coordenadas na base do autovetor, isto é, as projeções ortogonais nos 

autovetores são chamadas de componentes principais. O tamanho de um autovalor 

𝜆 corresponde a um autovetor 𝑣 de 𝐶 igual à quantidade de variância na direção de 

𝑣. Além disso, os 𝑛 primeiros autovalores representam a maior variância possível na 

nova direção ortogonal. 

Apesar de permitir identificar várias características, não podemos afirmar que o PCA 

linear irá sempre separar adequadamente todas as estruturas em um determinado 

conjunto de dados. Desse modo, decidiu-se pela utilização das funções kernel para 

realizar um mapeamento não-linear dos dados, o que permitirá auxiliar na 

identificação das características mais relevantes do objeto deste estudo. 

A ideia básica do kernel PCA é primeiramente mapear os dados de entrada 𝑋 em 

um espaço de características 𝐹 por meio de um mapeamento não linear e então 

aplicar a transformação linear PCA em 𝐹. Considerando que os dados mapeados 

estão centralizados, ou seja, 

∑Φ(𝑥𝑖) = 0

𝑀

𝑖=1

, (10) 

na qual 𝑀 é o número de dados de entrada (o método de centralização em 𝐹 pode 

ser entendido em (WANG, 2012)), o kernel PCA diagonaliza a matriz de covariância 

dos dados mapeados Φ(𝑥𝑖), definida como 

𝐶 =
1

𝑀
∑Φ(𝑥𝑖)Φ

𝑇(𝑥𝑖)

𝑀

𝑖=1

. (11) 

Para executar tal transformação, a equação dos autovalores 𝜆𝑣 = 𝐶𝑣 deve ser 

resolvida para os autovalores 𝜆 ≥ 0 e autovalores 𝑣 ∈ 𝐹\{0}. Como  

𝐶𝑣 =
1

𝑀
∑(Φ(𝑥𝑖) ∙ 𝑣)Φ

𝑇(𝑥𝑖)

𝑀

𝑖=1

, (12) 

todas as soluções 𝑣 com 𝜆 ≠ 0 recaem dentro do período de Φ(𝑥1),… ,Φ(𝑥𝑀), ou 

seja, os coeficientes 𝛼𝑖(𝑖 = 1,… ,𝑀) existem tal que 
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𝑣 =∑𝛼𝑖Φ(𝑥𝑖)

𝑀

𝑖=1

. (13) 

Então, o seguinte conjunto de equações pode ser considerado: 

𝜆(Φ(𝑥𝑖) ∙ 𝑣) = (Φ(𝑥𝑖) ∙ 𝐶𝑣)⁡ para 𝑖 = 1,… ,𝑀. (14) 

A substituição de (10) e (12) em (13) e a definição de uma matriz 𝑀 ×𝑀 em 𝐾 por  

 𝐾𝑖𝑗 = 𝑘(𝑥𝑖, 𝑥𝑗) = (Φ(𝑥𝑖) ∙ Φ
𝑇(𝑥𝑗)) (15) 

produz um problema de autovalores que pode ser expressado em termos de 

produtos escalares de dois mapeamentos, ou seja, 

𝑀𝜆𝛼 = 𝐾𝛼, (16) 

para autovalores diferentes de zero 𝜆𝑙 e autovetores  

𝛼𝑙 = (𝛼1
𝑙 , … , 𝛼𝑀

𝑙 )
𝑇
 (17) 

sujeito a uma condição de normalização 

𝜆𝑙((𝛼
𝑙)𝑇𝛼𝑙) = 1. (18) 

Por meio da seleção dos 𝑘 kernels adequados, vários mapeamentos Φ podem ser 

indiretamente induzidos. Um desses mapeamentos pode ser obtido tomando-se as 

correlações de ordem 𝑑 entre os elementos⁡𝑥𝑖 do vetor de entrada 𝑋. Uma vez que 𝑋 

representa um padrão da corrente elétrica, já aplicada a STFT, com 𝑥𝑖 como um 

valor do sinal do espectrograma, o PCA em 𝐹 calcula as correlações de 𝑑-ésima 

ordem dos sinais de entrada e mais precisamente o mais importante dos 

componentes de 𝑑-ésima ordem. Observe que esses recursos não podem ser 

extraídos simplesmente computando todas as correlações e realizando o PCA em 

tais dados pré-processados, uma vez que a computação requerida é proibitiva 

quando 𝑑 não é pequeno (𝑑 > 2). Entretanto isso é facilitado pela introdução de um 

kernel polinomial, pois um kernel polinomial com grau 𝑑, ou seja, 

𝑘(x, y) = (x𝑇 ∙ y + c)𝑑 , (19) 

corresponde ao produto escalar de dois mapeamentos monomiais, Φ𝑑 

(SCHÖLKOPF et al, 1997). 
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(Φ𝑑(x)Φ𝑑(y)) = ⁡ ∑ 𝑥𝑖1 ∙ … ∙ ⁡𝑥𝑖𝑑 ∙ ⁡𝑦𝑖1 ∙ …⁡∙ ⁡𝑦𝑖𝑑

𝑁

𝑖1,…,𝑖𝑑

 

= (∑𝑥𝑖 ⁡ ∙ ⁡𝑦𝑖

𝑁

𝑖=1

+ 𝑐)

𝑑

= (x𝑇 ∙ y + c)𝑑 , 

(20) 

Além do kernel polinomial, neste trabalho foram testados diversos tipos de funções 

kernel buscando uma que se ajustasse de maneira mais robusta ao problema de 

identificação de cargas. São eles: 

Kernel gaussiano, também conhecido como Radial Basis Function – RBF, cuja 

equação é 

𝑘(x, y) = exp (−
∥ x − y ∥

2𝜎2
), (21) 

em que 𝜎 é um parâmetro ajustável. 

Kernel polinomial, representado por 

𝑘(x, y) = (𝛼x𝑇 ∙ y + c)𝑑, (22) 

em que 𝑑 é a ordem da função. 

Kernel tangente hiperbólica (ou Sigmóide), dado por 

𝑘(x, y) = 𝑡𝑎𝑛ℎ(𝛼x𝑇 ∙ y + c)𝑑, (23) 

em que 𝑑 é a ordem da função. 

Kernel Cauchy, representado por 

𝑘(x, y) = 1/(1 + (
∥x−y∥2

𝜎2
)). (24) 

Kernel logarítmico, dado por 

𝑘(x, y) = −log⁡(∥ x − y ∥𝑑+ 1), (25) 

condicionalmente definida positiva (BOUGHORBEL; TAREL; BOUJEMAA, 2005) e é 

normalmente utilizado para imagens (TAN et al., 2004). 
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Ressalta-se que, além do emprego das funções kernel apresentadas no processo de 

identificação de cargas, aplicou-se também o PCA linear para critério de 

comparação do emprego das funções kernel. 
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4 O MÉTODO DE IDENTIFICAÇÃO DE CARGAS ELÉTRICAS UTILIZANDO AS 

TÉCNICAS SHORT-TIME FOURIER E KERNEL PCA 

 

O método proposto para este trabalho sugere uma assinatura para as correntes 

elétricas dos equipamentos, com o uso de informações obtidas com alta taxa de 

amostragem, por meio da aplicação da Transformada de Fourier de Tempo Curto 

(STFT), seguido do método kernel PCA. Portanto se faz necessário o uso de um 

hardware compatível com essa necessidade e sua descrição está apresentada na 

Seção 0. Em virtude das taxas de acerto obtidas nos testes de classificação, cujo 

método escolhido foi o algoritmo kNN,  verificou-se que a qualidade da assinatura 

extraída pelo algoritmo proposto era adequada para o sistema proposto. 

Levando em conta a divisão por classes proposta por Zeifman (2011), este trabalho 

se enquadra nos métodos de Alta Taxa de Amostragem e uso de Características 

Além da Transformada Rápida de Fourier. Outro aspecto importante a ser destacado 

é que o algoritmo propõe a análise das informações em regime permanente e o tipo 

de carga a ser estudado, conforme definição de Hart (1992), será de equipamentos 

on-off, pelo fato de ser o grupo com maior quantidade de cargas dentro do ambiente 

residencial. Ademais, a escolha das características citadas serviu como base para o 

início dos estudos no contexto do Monitoramento não Intrusivo pelo grupo do 

mestrado profissional em engenharia de controle e automação do IFES e permitirá 

desenvolver habilidades técnicas e científicas que serão futuramente aperfeiçoadas. 

É importante frisar que este trabalho alcançou os resultados apresentados após um 

processo de experimentação de diversas técnicas de extração de características, até 

atingir a resposta esperada com o algoritmo proposto. Inicialmente foi desenvolvida 

uma base de dados em simulação, sobre a qual foram testadas as técnicas de 

Densidade Espectral de Potência usando FFT, Cepstrum smoothing (KONG et 

al.,2015), Linear Discriminant Analysis (LDA) (IZENMAN, 2013) e Independent 

Component Analysis (ICA) (LEE, 1998) e STFT. Ante todas as técnicas de extração 

citadas, nesta fase do trabalho o classificador utilizado foi o SVM, pelo fato da 

literatura apresentar resultados relevantes com esse método, além de permitir 
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trabalhar com classes linearmente separáveis e com classes que exigem critérios de 

separação não lineares. 

Em concordância com o objetivo de se identificar uma assinatura das correntes 

elétricas, optou-se por analisar técnicas que fornecessem informações além das 

potências ativa e reativa e isso, por consequência, direcionou a pesquisa para as 

características das frequências harmônicas. No entanto, como modo de se entender 

as características básicas das correntes, iniciou-se os estudos com a utilização da 

FFT, juntamente com o classificador SVM. Nesta primeira fase de avaliações, 

utilizando-se as informações de simulação, foi observado que era possível identificar 

quase todas as combinações de cargas, exceto por alguns erros de classificação 

insistentes. Uma vez que a etapa de simulação considerava apenas três cargas 

distintas, o objetivo inicial era obter 100% de acertos, visando uma posterior 

aplicação para cargas reais. Como não se obteve a taxa de acertos desejada, 

buscou-se outra técnica que tornasse isso possível e decidiu-se utilizar o Cepstrum 

smoothing como alternativa. Porém os testes não apresentaram resultados 

satisfatórios, mas vale citar que os dados de entrada para a realização do Cepstrum 

smoothing neste teste foi a forma de onda de corrente, diferente de Kong e 

coautores (2015), que utilizaram o ruído eletromagnético sobre o sinal de tensão. 

Descartou-se assim o uso dessa técnica e em seguida testou-se o LDA, também 

com resultados insatisfatórios. 

Após a sequência de testes, avaliou-se a possibilidade de separar os sinais das 

cargas. Dado que as variáveis de entrada - corrente ou frequência das cargas - são 

independentes, experimentou-se a técnica ICA, com o intuito de realizar a 

desagregação das informações a partir do sinal de corrente total. Os resultados 

alcançados se mostraram promissores, porém casos com um grande número de 

cargas combinadas dificultaria a aplicação desta técnica e decidiu-se abandonar 

esta proposta. Além disso, o melhor aproveitamento do classificador permanecia 

com as características da FFT. 

Em vista dos melhores resultados alcançados com a STFT, ao longo deste Capítulo 

0 será detalhado o método de identificação de cargas proposto para este trabalho. 
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4.1 ESCOLHA DA ASSINATURA 

 

O processo de escolha da assinatura consiste em estabelecer uma característica 

adequada para as formas de onda de corrente observadas, de maneira que esta 

característica permita classificá-las dentro de uma categoria ou classe correta. 

Assim, é necessário obter um conjunto de dados 𝑋 de modo que tais valores sejam 

suficientemente representativos para cada uma das classes desejadas.  

É indispensável salientar que neste trabalho as classes ou categorias são definidas 

como as combinações das cargas elétricas ligadas, ou seja, haverão tantas classes 

quanto as possíveis combinações de equipamentos ligados. 

Uma vez que, experimentalmente, todos os dispositivos elétricos estão conectados 

em paralelo e são eletricamente independentes uns dos outros, o consumo de 

corrente da combinação de vários equipamentos deveria ser igual à soma da 

corrente consumida por cada um dos equipamentos individualmente. Além disso, 

pela propriedade da linearidade da STFT (OPPENHEIM; SCHAFER, 2009), essa 

característica do sinal no regime do tempo também pode ser adotada no regime da 

frequência. Baseada nessa premissa, a primeira etapa do algoritmo consiste em 

gerar um banco de dados com todas as possíveis classes a serem analisadas. Para 

a realização desse passo, foram capturadas as formas de onda das cargas 

individuais e, a partir de cada sinal, foi gerada a soma das correntes, criando-se 

assim todas as possíveis combinações de cargas a serem avaliadas, compondo 

então o banco de dados de treinamento. 

O exemplo da criação deste banco de dados, usando cargas simuladas, está 

exposto na Figura 8, em que um equipamento com elementos puramente resistivos, 

denominado Carga 1 e outro equipamento com componentes não lineares, 

denominado Carga 2, têm suas correntes somadas, gerando a classe “Carga 1 + 

Carga 2”. Assim sendo, as correntes somadas no tempo devem ser iguais às 

correntes das cargas ligadas simultaneamente. Dessa maneira, a Figura 8a 

apresenta a forma de onda de corrente apenas da Carga 1 ligada, a Figura 8b 

representa apenas a Carga 2 ligada e a Figura 8c representa a Carga 1 e a Carga 2 
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ligadas simultaneamente. Diante do exemplo exposto, é importante frisar que os 

bancos de dados das etapas de simulação e com dados reais foram criados através 

do procedimento citado. 

Um aspecto fundamental para a realização de tal procedimento é a garantia de que 

as tensões estejam em fase para se fazer a soma das cargas, caso contrário, a 

forma de onda obtida por meio do somatório das correntes será diferente da forma 

de onda real das cargas ligadas simultaneamente. Esta necessidade de garantir que 

as tensões estejam em fase exige que o sinal de tensão seja também monitorado. 

O número total de classes é definido pela expressão 2𝑛 − 1, em que 𝑛 é a 

quantidade de equipamentos. Na fase de simulações foram geradas 3 cargas 

distintas, totalizando 7 possíveis combinações e os experimentos reais utilizaram 6 

equipamentos, resultando em 63 possíveis classes. 

 

Figura 8 - Combinação de cargas elétricas: (a) Carga 1 isolada; (b) Carga 2 isolada; 
(c) Carga 1 e Carga 2 combinadas 

 
Fonte: Autoria própria 

 

Na segunda etapa do algoritmo, aplica-se a STFT sobre o sinal de corrente de cada 

uma das combinações geradas, permitindo obter o espectrograma do sinal, ou seja, 
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as amplitudes das frequências harmônicas localizadas também no tempo, sendo que 

a resposta obtida pela STFT são valores complexos.  

A Figura 9 apresenta a aplicação da STFT sobre o sinal de corrente de um 

equipamento com características não lineares, denominado Carga 2. Conforme 

citado na Seção 0, para a obtenção da resposta da STFT, foi escolhida uma janela 

de Hamming, devido à sua boa resolução em frequência e dispersão espectral 

reduzida, pois observou-se que as informações relativas às frequências são mais 

representativas na descrição da característica da carga que as informações do 

tempo. Em geral, as janelas com um pico amplo e lóbulos laterais pequenos, como a 

janela de Hanning e a Blackman, apresentaram resultados semelhantes. Verificou-

se também, por meio da comparação dos resultados entre diversas tentativas, que o 

tamanho das janelas e a sobreposição entre as mesmas influencia pouco na 

resposta final, apesar de que sobreposições acima de 80% entre janelas torna a 

computação da STFT mais lenta. Considerando-se os testes realizados, definiu-se 

uma janela com 50% de sobreposição do sinal de corrente, entre os trechos 

adjacentes, para cada intervalo de tempo analisado e uma quantidade máxima de 

oito janelamentos por sinal, conforme padrão da função do software utilizado, de 

maneira que os tamanhos das janelas eram ajustados conforme a dimensão do sinal 

avaliado. 

 

Figura 9 - Aplicação da STFT sobre o sinal de corrente: (a) Forma de onda de 
corrente da Carga 2; (b) Espectrograma da Carga 2. 

 
Fonte: Autoria própria 
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Em seguida, na terceira etapa do processo, o sinal do espectrograma de cada 

conjunto de cargas, composto por valores complexos, é convertido nos valores de 

suas magnitudes correspondentes e transformado em um único vetor de valores 

reais. Na Figura 10, pode-se observar o procedimento citado para adaptação dos 

dados em que cada coluna é transformada em valores reais e em seguida é 

realizado o alinhamento dos seus valores, formando um único vetor para cada 

combinação de cargas. Este vetor constitui o conjunto de dados 𝑋 e o mesmo possui 

1032 linhas, correspondendo às 1032 características da combinação de cargas 

avaliada. 

Posteriormente, na quarta etapa, sobre o conjunto de dados 𝑋 obtido na etapa 

anterior, é aplicado o mapeamento não linear Φ do espaço de entrada para o espaço 

de características 𝐹, onde os produtos internos são calculados. Estas duas 

operações são, na prática, realizadas em um único passo, utilizando-se o kernel 𝑘. 

Os dados obtidos no procedimento de aplicação do kernel são então linearmente 

combinados, usando os pesos dos autovetores 𝛼𝑖
𝑙, resultando em um 𝑙-ésimo 

componente principal, não linear, correspondente ao mapeamento Φ. Então, os 𝑞 

primeiros componentes principais são ordenados, assumindo que os autovetores 

são ordenados em ordem decrescente pelos tamanhos dos seus autovalores, 

gerando um vetor de características 𝑞-dimensional, que será utilizado para o 

reconhecimento das cargas. 

 

Figura 10 - Transformação da matriz de dados do espectrograma da Carga 2 em um 
vetor de valores reais 

 
Fonte: Autoria própria 
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Com os dados projetados e ordenados neste novo espaço de características, obtém-

se assim uma redução de dimensionalidade. No procedimento de aplicação do 

kPCA apresentado na etapa 4 da Figura 11, cada vetor 𝑥𝑖, representando uma das 

classes, possui 1032 características, podendo até mesmo ser maior, caso sejam 

alterados os parâmetros do tamanho da janela do espectrograma. Após a 

transformação com a aplicação do kPCA, o novo conjunto de dados passa a 

apresentar apenas 𝑞 características, relativo à quantidade de autovalores definida. 

Com base na assinatura obtida, apresentada pelas 4 primeiras etapas citadas do 

algoritmo, pode-se escolher um classificador para categorizar as cargas, baseado 

nas características. Neste trabalho, foi utilizado o classificador kNN, cujo 

procedimento está melhor descrito na Seção 0 e representa a quinta etapa do 

algoritmo proposto. A Figura 11 apresenta, de maneira sequencial, todas as cinco 

etapas do método de identificação de cargas desenvolvido neste trabalho. 

 

Figura 11 - Estrutura do algoritmo proposto 

 
Fonte: Autoria própria 
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4.2 ALGORITMO DE CLASSIFICAÇÃO 

 

Os dados transformados, projetados no espaço, apresentam uma distribuição muito 

bem localizada para cada tipo de classe distinta, ou seja, classes similares 

apresentam dados muito próximos uns dos outros. Devido a esta particularidade das 

informações, utilizamos um método preditivo baseado em distância, kNN, como 

classificador (COVER; HART, 1967). O kNN é um método que classifica um novo 

objeto baseado nos exemplos do conjunto de treinamento que são próximos a ele. A 

variável k representa a quantidade de vizinhos mais próximos que serão utilizados 

para averiguar de qual classe a nova amostra pertence.  

Dois itens fundamentais que precisam ser definidos para aplicação do kNN são a 

métrica de distância e o valor de k. Para métrica de distância deste trabalho foi 

definida a distância Euclidiana, descrita por  

𝐷 = √(𝑝1 − 𝑞1)2 +⋯+ (𝑝𝑛 − 𝑞𝑛)2 =⁡√∑(𝑝𝑛 − 𝑞𝑛)2
𝑛

𝑖

, (26) 

em que 𝑃 = (𝑝1, … , 𝑝𝑛) e 𝑄 = (𝑞1, … , 𝑞𝑛) são dois pontos 𝑛-dimensionais.  

A escolha do valor de k mais apropriado para um problema de decisão específico 

pode não ser trivial. O valor de k é definido pelo usuário e frequentemente, ele é 

pequeno e ímpar, para evitar que sendo k = 2 ou outro valor par, ocorram empates. 

Uma estratégia para a definição de k está em associar um peso à contribuição de 

cada vizinho (FACELI et al., 2011). Nesse caso, a contribuição de cada um dos k 

vizinhos é pesada de maneira inversamente proporcional à distância ao ponto de 

teste.  

Tendo em conta os dados deste trabalho, foi observado que valores altos de k 

geravam piores resultados que valores menores, então escolheu-se valores de k 

menores que 5. Além disso, o peso da contribuição de cada vizinho foi definido 

como 
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𝐿 =
1

𝐷2
 (27) 

em que 𝐷 é a distância entre o ponto de teste e um ponto de treinamento, para 

reforçar a informação de que as amostras de mesma classe encontram-se 

concentradas em regiões próximas no espaço. 

O algoritmo kNN é muito simples e está ilustrado no Pseudocódigo 1. Além disso, a 

representação do funcionamento do algoritmo pode ser vista na etapa cinco, 

denominada “classificação”, da Figura 11 em que o elemento representado por uma 

estrela, na figura, simboliza o objeto que está sendo avaliado. Os círculos e os 

quadrados são objetos de duas classes distintas, que votarão para definir em qual 

classe o elemento estrela será definido 

  

Pseudocódigo 1 - Algoritmo do kNN 

1 inicialização: 

2  Preparar conjunto de dados de treinamento; 

  Preparar conjunto de amostras de teste; 

3  Informar o valor de k vizinhos próximos a serem avaliados; 

4 para cada nova amostra faça 

5  Calcular distâncias entre a amostra e todos os dados de treinamento; 

6  Determinar o conjunto das k’s distâncias mais próximas; 

7  O rótulo com mais representantes no conjunto dos k’s vizinhos será o escolhido; 

8 fim para  

9 retornar: conjunto de rótulos de classificação 

Fonte: Adaptado de Faceli et al. (2011) 

 

Apesar de ser considerado um algoritmo simples no ambiente do aprendizado de 

máquinas, o mesmo obteve resultados satisfatórios no contexto do problema 

apresentado, configurando uma vantagem em termos de desempenho 

computacional. 

A utilização de múltiplos algoritmos de classificação, aplicados de maneira agregada 

mostraram-se eficientes, conforme apresentado em Liang e colaboradores (2010), 

porém um dos parâmetros comumente avaliados para o desenvolvimento de novos 

algoritmos para um NILM é a sua exigência em termos de capacidade de 
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processamento. Quanto mais métodos de extração de características e classificação 

são processados em conjunto, mais exigente torna-se o sistema em termos de 

capacidade de processamento. 

 

4.3 DEFINIÇÃO DO HARDWARE 

 

A partir da definição da estratégia de se trabalhar com informações referentes às 

frequências harmônicas do sinal de corrente, conforme o critério de Nyquist, faz-se 

necessária a utilização de um hardware com taxa de amostragem acima de 1,2 kHz, 

pois desse modo pode-se analisar as frequências acima de 600 Hz, que 

correspondem a dados da décima harmônica da rede, em diante. Desse modo, foi 

utilizado um osciloscópio AGILENT DSO-X 2002A, configurado para uma 

amostragem com taxa de 25 kHz. 

Para o sensoriamento da corrente, foi utilizado o sensor de efeito hall LEM LA 50-S 

apresentado na Figura 12, cujas principais características são: excelente precisão, 

linearidade de alta qualidade, alta imunidade a interferências externas, corrente 

nominal medida de até 50A e medição de correntes AC e DC. 

 

Figura 12 - Sensor de efeito Hall - LEM LA 50-S - Para medição de corrente. 

 
Fonte: Autoria própria 
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5 RESULTADOS E ANÁLISES  

 

5.1 ETAPA DE SIMULAÇÃO 

 

O início do desenvolvimento deste projeto se deu a partir de uma etapa de 

simulação com o software Simulink®, no qual foram criados três modelos de cargas 

elétricas, cujos circuitos esquemáticos estão apresentados na Figura 13 e suas 

características são: uma carga puramente resistiva, uma carga não linear, composta 

por um retificador de onda completa, normalmente encontrado em carregadores de 

equipamentos eletrônicos como notebooks e smart tvs e uma terceira carga, 

composta por um filtro passivo para correção de fator de potência, denominado filtro 

Valley-Fill (VF), normalmente encontrado em reatores de lâmpadas fluorescentes de 

alto fator de potência. 

 

Figura 13 - Esquemático com as três cargas simuladas: circuito resistivo, circuito 
retificador e circuito Valley-Fill 

 
Fonte: Autoria própria 
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Após a elaboração dos circuitos da Figura 13, as formas de onda de corrente de 

cada uma das cargas individuais foram capturadas e utilizadas para a realização da 

combinação entre as mesmas, conforme procedimento de geração do banco de 

dados de treinamento citado na Seção 0. Nessa situação é relevante registrar que 

tal metodologia de constituição do banco de dados representa um benefício do 

algoritmo proposto, visto que não é necessária a aquisição de todas as possíveis 

combinações de cargas para a formação do conjunto de treinamento, agilizando o 

processo de treino do classificador. 

A descrição de cada uma das classes definidas para este projeto é exposta na 

Tabela 1, na qual são apresentadas as cargas individuais e todas suas possíveis 

combinações. Ademais, na Figura 14 pode-se observar as formas de onda e as 

respectivas frequências harmônicas das cargas 1, 2 e 3 isoladas, como também as 

combinações das cargas 1 e 3, além da combinação das cargas 2 e 3. 

O objetivo da criação deste conjunto de dados simulado foi gerar cargas cujas 

combinações possuíssem características de difícil segmentação, ou seja, como o 

padrão a ser analisado está no regime da frequência, era necessário que os 

conteúdos harmônicos das combinações fossem semelhantes. Diante disso, foi 

possível obter as informações similares através da combinação das cargas 1 e 3, 

comparada com a combinação das cargas 2 e 3, conforme pode-se verificar na 

Figura 14. A similaridade das características dessas cargas combinadas está no fato 

do conteúdo harmônico da corrente de entrada do conjunto retificador, agregado à 

carga resistiva, ser semelhante ao conteúdo harmônico da corrente de entrada do 

conjunto retificador agregado à carga com filtro Valley-Fill (VF). 

A fim de manter a relação com um sistema real, foi adotada a tensão de 127 Vrms 

com frequência de 60 Hz, semelhante à maior parte do sistema elétrico residencial 

brasileiro e também foram acrescentados, na corrente simulada, distúrbios 

comumente encontrados nas redes elétricas, buscando gerar um sistema com 

robustez suficiente para ser extrapolado para casos reais. Dessa maneira, para 

reproduzir as perturbações, foi adicionado um ruído branco gaussiano, com relação 

sinal-ruído de 30 dB e uma variação na amplitude do sinal de tensão de 5% em 

relação à tensão nominal de 127 Vrms, conforme a faixa de flutuação permitida pela 

Agência Nacional de Energia Elétrica (Aneel). 
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Tabela 1 - Relação das cargas simuladas 

Classe Combinações de cargas Circuito elétrico equivalente 

1 Carga 1 Circuito Resistivo 

2 Carga 2 Circuito Retificador 

3 Carga 3 Circuito Valley-Fill 

4 Carga 1 + Carga 2 - 

5 Carga 1 + Carga 3 - 

6 Carga 2 + Carga 3 - 

7 Carga 1 + Carga 2 + Carga3 - 

Fonte: Autoria própria 

 

Figura 14 - Curvas de corrente e respectivo espectro FFT das cargas 

 
Fonte: Autoria própria 
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Considerando-se assim as formas de onda de corrente geradas por simulação, 

gerou-se o banco de dados desta etapa do trabalho, cujas informações foram 

utilizadas para a realização das etapas de treinamento e teste do algoritmo proposto. 

Vale ainda ressaltar que o método apresentado foi desenvolvido e testado, 

utilizando-se o software Matlab. 

Tendo em vista a verificação de acurácia do sistema exposto, os dados foram 

divididos em dois conjuntos, sendo um com as informações usadas para o 

treinamento do classificador e outro com os dados para testes e confirmação das 

taxas de acerto.  

Inicialmente, para a formação do conjunto de treinamento, foi definido o tamanho do 

trecho que será considerado na amostragem do sinal. Desse modo, com o intuito de 

avaliar o impacto do tamanho do trecho na qualidade das características geradas 

pela técnica proposta, foram definidos três tamanhos de trechos para análises 

distintas, os quais possuem 50, 100 ou 200 milissegundos, representando 

respectivamente 3, 6 ou 12 períodos de rede. Por meio da Figura 15, pode-se 

verificar um exemplo de trecho escolhido, cujo tamanho, nesse caso, possui 100 ms. 

Vale ressaltar que, na criação do sinal de treinamento foi incluído o transitório inicial 

do evento de partida da carga 2. Em seguida, nesta fase de simulação, foram 

realizadas as combinações das três cargas individuais, gerando assim as sete 

combinações descritas na Tabela 1. 

Posteriormente, sobre os dados obtidos na etapa anterior, foram executados os 

passos previstos nas quatro primeiras etapas do algoritmo, ou seja, aplicou-se a 

STFT, produzindo os espectrogramas, depois realizou-se a adaptação das 

informações do vetor de características e, por fim, se empregou o kPCA para efetuar 

a linearização dos dados e a redução de dimensionalidade. 

Tendo sido definido o conjunto de dados de treinamento, seguiu-se para a fase de 

testes, cujo procedimento de criação da base de análise considerou a captura dos 

sinais de corrente já combinados no momento da aquisição, ou seja, as correntes já 

consideravam duas ou mais cargas ligadas simultaneamente. 

Considerando-se a necessidade da realização dos testes com sinais distintos dos 

sinais treinados, uma maneira de alcançar este objetivo foi escolher esses trechos 
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no sinal a ser analisado. Diante disso, foram escolhidos dois intervalos diferentes 

nos sinais de teste para verificação pelo algoritmo, conforme pode-se observar no 

exemplo apresentado na Figura 16 

 

Figura 15 - Exemplo de trecho do sinal definido para o treinamento do classificador 

 
Fonte: Autoria própria 

 

Figura 16 - Exemplo de dois trechos do sinal definidos para o teste do classificador 

 
Fonte: Autoria própria 
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5.1.1 Definição dos parâmetros 

 

É importante notar que cada etapa do algoritmo desenvolvido permite uma gama de 

configurações. Desse modo alguns parâmetros possíveis de serem alterados e que 

foram testados neste trabalho são: o tamanho do intervalo de tempo de amostragem 

da corrente elétrica; a fase do sinal de teste em relação ao sinal de treinamento; a 

variação na amplitude do sinal de corrente; o ajuste do tipo e tamanho da janela da 

STFT; a escolha da função kernel; os parâmetros dessas funções, tais como ordem 

dos polinômios e critério de distância; além do número de atributos obtidos com o 

kPCA. 

Embora seja possível modificar o tamanho da janela da STFT, conforme citado na 

Seção 0, essa modificação não apresentou grande melhoria nos resultados, sendo 

então definida com 50% de sobreposição entre trechos adjacentes, num total de oito 

janelas ao longo do sinal analisado. No que se refere ao tipo, foi definida a janela de 

Hamming, por apresentar os melhores resultados dentre as demais possibilidades, 

pelos motivos descritos na Seção 0.  

Relativamente ao número de descritores obtidos com o kPCA, definido pelos 

componentes principais da função PCA, observou-se que as modificações 

realizadas nesse parâmetro impactavam nos resultados de forma significativa. Este 

item impacta diretamente na quantidade de informações fornecida ao classificador 

para definir as classes a serem treinadas. Dessa forma, optou-se por trabalhar com 

o número máximo de atributos permitido pela função do software utilizado. Esse 

valor é igual ao número total de classes possíveis em cada etapa, ou seja, para a 

etapa de simulação, foram utilizados sete atributos, enquanto na fase de 

equipamentos reais, foram utilizados sessenta e três atributos. 

De maneira geral, levando-se em conta os testes realizados, os parâmetros que, ao 

serem modificados, geraram maiores alterações nos resultados foram o período de 

amostragem da corrente, a fase entre os sinais de treinamento e teste, a variação na 

amplitude do sinal de corrente e a escolha da função kernel. Diante disso, os 

resultados relativos à acurácia do algoritmo apresentados neste Capítulo 5 

consideram as variações desses parâmetros e estão expostos na Seção 0. 
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5.1.2 Resultados dos testes de simulação 

 

Para a realização dos testes, foram utilizados seis tipos de kernel distintos, visto que 

o mapeamento do espaço de entrada para o espaço de características, realizado por 

cada tipo de função aplicada, pode modificar a natureza dos dados e assim facilitar 

ou dificultar o processo de classificação. Desse modo, foram comparados os 

resultados alcançados pelos kernel Linear, Polinomial, Gaussiano, Sigmoide, 

Cauchy e Logarítmico. 

O primeiro teste foi realizado sem diferença de fase e de amplitude entre os trechos 

dos sinais de corrente utilizados para treinamento e teste. Desse modo a 

classificação foi facilitada e os resultados demonstrados na Tabela 2 confirmam 

essa hipótese, ou seja, a taxa de acerto foi de 100% para vários kernel testados. A 

Tabela 2 expõe os resultados dos testes para duas amostras de cada uma das 

classes combinadas, para o intervalo de tempo definido. 

Pode-se observar pela Tabela 2 que neste teste foram realizadas variações no 

tamanho do trecho de sinal amostrado, sendo os resultados apresentados para três 

e seis ciclos de rede. No entanto a opção de doze ciclos de rede não está exibida 

porque seus resultados foram idênticos aos de seis ciclos. Na Tabela 2 a taxa de 

acertos representa a comparação de todas as combinações de cargas do sinal de 

teste com o sinal de treinamento, sendo que, para o teste, foram escolhidos dois 

intervalos de tempo distintos. Diante dos resultados, observa-se que o tamanho do 

intervalo de tempo amostrado é representativo na resposta do classificador. Essa 

diferença entre os resultados alcançados, para tamanhos de intervalos diferentes se 

deve especialmente porque o sinal de treinamento utilizado contém um transitório 

para a carga 2. Entretanto o sinal de teste não possui tal característica, essa 

contribuição do transitório no regime da frequência afeta o reconhecimento do 

padrão. Assim, para o intervalo de amostragem com três ciclos de rede, a 

informação referente ao transitório é mais significativa que para o intervalo com seis 

ciclos de rede. 

Um exemplo das classificações executadas pode ser verificado por meio da matriz 

de confusão exposta pela Tabela 3, na qual é exibido o resultado para o kernel 
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gaussiano. Nesse cenário observa-se que ocorreu uma identificação incorreta entre 

as cargas, pois o classificador confundiu a classe 6 - carga 2 + carga 3, com a 

classe 4 - carga 1+ carga 2. Tendo em vista as características das frequências das 

cargas, nota-se que o equívoco foi causado pela similaridade dos sinais e porque a 

carga 2 possui componentes harmônicos bem superiores às das cargas 1 e 3. 

Em relação à função kernel escolhida, observou-se que todas as opções avaliadas 

apresentaram resultados similares, exceto pela função sigmóide, cuja taxa de acerto 

foi inferior às demais e pela função logarítmica que foi superior às outras funções. 

 

Tabela 2 - Taxa de acertos para testes sem variação de amplitude e em fase. 

 Períodos de rede 

Kernel 3 ciclos 6 ciclos 

Linear 85,71% 100% 

Polinomial 85,71% 100% 

Gaussiano 85,71% 100% 

Sigmóide 14,29% 14,29% 

Cauchy 85,71% 100% 

Logaritmo 100% 100% 

Fonte: Autoria própria 

 

Tabela 3 - Matriz de confusão referente ao teste sem variação de amplitude, com 
três ciclos de rede e em fase para o kernel Gaussiano 
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C
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Classe 1 2       

Classe 2  2      

Classe 3   2     

Classe 4    2    

Classe 5     2   

Classe 6    2    

Classe 7       2 

Fonte: Autoria própria 
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Na implementação do método para casos reais poderão ocorrer variações na 

amplitude do sinal de tensão de alimentação. Desse modo, para simular esta 

situação, foi inserida uma variação na amplitude da corrente em 5% entre as 

amostras de treinamento e teste, com o intuito de analisar a contribuição dessa 

diferença entre os sinais como característica para o classificador. Assim sendo, os 

resultados dessa variação são apresentados na Tabela 4, na qual pode-se verificar 

que a assertividade do sistema, para três ciclos de rede, foi reduzida de 85,71% 

para 71,43% para os kernels linear, polinomial, gaussiano e cauchy, enquanto o 

resultado do kernel logarítmico se manteve em 100%. Todavia, ao se empregar um 

intervalo de seis períodos de rede, observa-se que os resultados melhoram em 

relação ao teste com três períodos. 

 

Tabela 4 - Taxa de acertos para testes com variação de amplitude em 5% e em fase. 

 Períodos de rede 

Kernel 3 ciclos 6 ciclos 

Linear 71,43% 71,43% 

Polinomial 71,43% 71,43% 

Gaussiano 71,43% 85,71% 

Sigmóide 14,29% 14,29% 

Cauchy 71,43% 85,71% 

Logaritmo 100,00% 100,00% 

Fonte: Autoria própria 

 

Além dos testes em que foram consideradas as variações de amplitude entre os 

sinais, foi executada outra análise, na qual o sinal de teste foi defasado em 90o em 

relação ao sinal de treinamento. Como exemplo desta situação, a Figura 17 

demonstra o caso de uma carga resistiva que, enquanto o sinal de treinamento inicia 

o trecho amostrado em zero, o sinal de teste considera o início em seu valor de pico 

máximo. Por meio da Tabela 5 são apresentados os resultados desta avaliação, 

cujos valores reforçam novamente o quanto melhores são as características da 

amostra de sinal com seis ciclos ante a três ciclos. Ademais, pode-se notar que, 

pelos valores obtidos pelas funções kernel, as que apresentaram os melhores 
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resultados foram as funções gaussiana e logarítmica, com uma assertividade de 

85,71%, quando analisado o conjunto dos dados referentes a seis ciclos. Embora a 

taxa de acertos do kernel logarítmico não tenha sido 100% como nos demais testes, 

essa função foi a que apresentou o melhor resultado em todas as avaliações 

realizadas na etapa de simulação. 

 

Figura 17 - Exemplo de sinal defasado entre conjunto de treinamento e teste 

 
Fonte: Autoria própria 
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Tabela 5 - Taxa de acertos para testes com variação de amplitude em 5% e com 
fase defasada em 90º. 

 Períodos de rede 

Kernel 3 ciclos 6 ciclos 

Linear 14,29% 71,43% 

Polinomial 14,29% 71,43% 

Gaussiano 57,14% 85,71% 

Sigmóide 14,29% 14,29% 

Cauchy 57,14% 71,43% 

Logaritmo 42,86% 85,71% 

Fonte: Autoria própria 

 

5.1.3 Conclusão sobre os testes de simulação 

 

Frente às taxas de assertividade apresentadas na Seção 0, obteve-se alguns 

entendimentos a respeito do sinal e do algoritmo que estão descritos nesta seção. 

Um dos aspectos observados é que o transitório ou algum ruído de grande 

amplitude influencia de forma negativa na classificação das cargas e deve ser 

evitado no momento de se estabelecer o banco de dados de treinamento. Diante 

disso, definiu-se que os sinais de treinamento deverão ser sempre capturados em 

regime permanente, sem contribuições de transitório dos eventos de liga e de 

desliga dos equipamentos. Além disso, do mesmo modo que os sinais de 

treinamento, o sinal de teste será mais facilmente reconhecido pelo classificador à 

medida que ele for mais parecido com o sinal de treinamento, ou seja, deve-se evitar 

analisar o sinal com a influência de transitórios.  

Considerando-se os testes executados, uma maneira de reduzir ainda mais as 

influências dos transitórios é a utilização de intervalos mais longos para a 

amostragem do sinal, como nos exemplos em que foram utilizados seis ciclos de 

rede e os resultados foram mais interessantes que para três ciclos. Vale observar 

que os testes realizados com doze ciclos não demonstraram melhoria de 

performance em relação a seis ciclos e por esse motivo não tiveram seus resultados 

apresentados. Desse modo, o tamanho do sinal amostrado, definido como padrão 

para as análises com cargas reais foi de seis ciclos de rede.  
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Além da definição do uso das informações dos sinais em regime permanente e a 

utilização de seis ciclos de rede como padrão, outra característica relevante 

identificada nos resultados é que sinais defasados são piores para serem 

identificados que sinais em fase. Por essa razão foi estabelecida a identificação do 

faseamento dos sinais pelo algoritmo para os testes com equipamentos reais, como 

forma de aprimorar o reconhecimento das classes.  

A aplicação de vários tipos de funções kernel como parâmetros para testar a 

capacidade de reconhecimento do algoritmo tem como propósito identificar a função 

que melhor lineariza os dados no espaço de características, permite uma melhor 

separação das classes e, consequentemente, alcança taxas de classificações 

corretas superiores às demais funções. Como é possível notar pelos valores 

expostos nas Tabelas 2, 4 e 5 a função kernel que apresentou as melhores taxas de 

acerto foi a logarítmica. Por meio da Figura 18, que exibe o espectrograma da Carga 

2, observa-se que as frequências apresentam um decaimento exponencial até a 

ordem de 7 kHz. Após este valor há um crescimento das amplitudes, porém sem 

uma característica exponencial marcante. Dessa maneira, pode-se concluir que a 

aplicação de uma função logarítmica sobre os dados do espaço de entrada, que 

possuem características exponenciais causa uma linearização dos dados no espaço 

de características.  

A função kernel logarítmica é condicionalmente definida positiva e se demonstrou 

particularmente interessante para imagens (BOUGHORBEL; TAREL; BOUJEMAA, 

2005). No entanto, nos testes realizados neste trabalho, com o kPCA, para a 

identificação de cargas elétricas, esta função se mostrou bastante eficiente. 

 

 

 

 

 



63 

Figura 18 - Espectrograma da Carga 2 - Circuito Retificador - Uma carga simulada 
com um traçado sobre os picos das frequências 

 
Fonte: Autoria própria 

 

5.2 ETAPA DE TESTES COM CARGAS REAIS 

 

Após finalizados os testes com as cargas de simulação, iniciou-se a etapa de testes 

com cargas reais. Para tal finalidade foi desenvolvida uma base de dados com 

equipamentos reais, descritos na Tabela 6, cujas características de algumas cargas 

são semelhantes às da simulação. Desse modo, foram utilizadas seis cargas, em 

que duas delas possuem circuitos resistivos, duas com circuitos retificadores, uma 

com circuito de correção de fator de potência e por fim, uma carga de motor 

monofásico rodando a vazio. 
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Tabela 6 - Relação das cargas reais usadas para teste 

Classe Cargas Características 

1 CPU de computador 
65W, com correção de fator de 

potência 

2 Lâmpada fluorescente compacta 15W – circuito retificador 

3 Lâmpada incandescente 40W – circuito resistivo 

4 Ferro de solda 60W – circuito resistivo 

5 Furadeira de bancada 
Potência: 1/3 HP | 0,24KW  - 

motor a vazio 

6 Carregador de notebook 60W – circuito retificador 

Fonte: Autoria própria 

 

De maneira similar ao realizado na etapa de simulação, as correntes das cargas 

individuais foram somadas manualmente, criando-se assim um banco de dados de 

treinamento com todas as possíveis combinações entre as cargas, cujas 63 

possibilidades e suas respectivas classes estão descritas no Apêndice A. 

Com o intuito de confirmar a validade da soma manual das correntes, para formação 

do banco de dados de treinamento de cargas reais, foi realizada a análise dos 

gráficos dos sinais. Um exemplo desta análise está apresentado na Figura 19, na 

qual se pode notar a semelhança entre o sinal dos equipamentos somados no tempo 

em relação ao sinal dos equipamentos ligados simultaneamente. Neste caso foram 

utilizadas as cargas CPU e fluorescente compacta. 

Além disso, visando conferir a similaridade dos dados, utilizou-se o método dos 

coeficientes de correlação de Pearson (FISHER, 1956), que é definida como a 

medida da dependência linear entre duas variáveis aleatórias. Então, se cada 

variável tiver 𝑁 observações escalares, a correlação é definida como, 

𝜌(𝐴, 𝐵) =
1

𝑁 − 1
∑(

𝐴𝑖 − 𝜇𝐴
𝜌𝐴

) (
𝐵𝑖 − 𝜇𝐵
𝜌𝐵

) ,

𝑁

𝑖=1

 (28) 

em que 𝜇𝐴 e 𝜌𝐴 são a média e o desvio padrão de 𝐴, respectivamente e 𝜇𝐵 e 𝜌𝐵 são 

a média e o desvio padrão de 𝐵. A matriz dos coeficientes de correlação de duas 
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variáveis aleatórias é a matriz dos coeficientes de correlação para cada par de 

variáveis combinadas, dada por, 

𝑅 = [
𝜌(𝐴, 𝐴) 𝜌(𝐴, 𝐵)
𝜌(𝐵, 𝐴) 𝜌(𝐵, 𝐵)

]. (29) 

Dessa maneira, para o exemplo apresentado na Figura 19  pode-se confirmar que o 

sinal somado no tempo e o sinal dos equipamentos ligados simultaneamente 

possuem uma correlação de 97,79%, o que permite a utilização dos critérios 

adotados para o desenvolvimento do algoritmo. 

 

Figura 19 - Sinais somados manualmente em relação a sinais adquiridos já 
combinados - CPU e fluorescente compacta 

 
Fonte: Autoria própria 

 

Com base no que se concluiu a partir da fase de simulações, foi realizada a 

definição dos parâmetros para a fase de análise com cargas reais, cujos principais 

critérios estão listados abaixo: 

a) Os sinais de treinamento deverão ser capturados em regime permanente, 

sem contribuições de transitórios dos eventos de liga ou desliga; 

b) Deverão ser utilizados seis ciclos de rede como intervalo de amostragem do 

sinal; 
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c) Deverá ser realizada a identificação das fases dos sinais de treinamento e 

teste, de modo que ambos estejam faseados; 

d)  Será utilizado o kernel logarítmico como padrão para o kPCA; 

e) Será mantida a janela de Hamming como padrão da STFT, com 50% de 

sobreposição entre trechos adjacentes e oito janelas sobre todo o sinal. 

 

5.2.1 Resultados dos testes com cargas reais 

 

Na verificação da assertividade do algoritmo, considerando equipamentos reais, foi 

necessária a determinação de uma estratégia para a conferência da fase entre as 

amostras de sinal. Nesse sentido, optou-se por realizar a confirmação do 

faseamento a partir da identificação do cruzamento por zero do sinal de tensão da 

carga. Então, para a elaboração do banco de dados de treinamento, as correntes 

individuais foram somadas a partir do ponto equivalente ao cruzamento pelo zero do 

sinal de tensão, sempre considerando os sinais de tensão em fase. Desse modo se 

garantiu que as cargas eram somadas adequadamente.  

A partir da geração do banco de dados de treinamento, foi adotado um método de 

varredura do sinal em regime permanente, para examinar a acurácia do algoritmo. O 

método proposto considera também a identificação das fases dos sinais de tensão 

como critério para avaliar as cargas de teste. Dessa maneira, o sinal de teste foi 

percorrido, identificando-se os cruzamentos pelo zero da tensão de teste que 

estivessem em fase com a tensão de treinamento e, para cada uma das classes 

possíveis, foi realizada a verificação pelo classificador, de modo que cada trecho 

analisado foi julgado conforme a classe predita.  

Os resultados desta análise estão apresentados, de maneira resumida, na Tabela 7 

e mais detalhadamente no Apêndice A. O percentual médio de acertos do algoritmo 

proposto foi de 83%. Diante das taxas identificadas para cada classe, pode-se 

observar que, para a maior parte das combinações, o percentual de acerto foi de 

100%. Além disso, houve apenas um caso que foram executadas classificações 
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erradas para todos os trechos do sinal analisado, cuja amostra se refere à Classe 25 

- CPU, lâmpada fluorescente e carregador de notebook, que foi classificada como 

Classe 37 - lâmpada fluorescente, furadeira e notebook ou Classe 40 - lâmpada 

incandescente, furadeira e carregador de notebook. 

 

Tabela 7 - Taxas de acertos por classe 

Classe 
Taxa de acertos 

(%) 
 Classe 

Taxa de acertos 
(%) 

 Classe 
Taxa de acertos 

(%) 

1 100%  22 100%  43 29% 

2 100%  23 60%  44 9% 

3 100%  24 43%  45 31% 

4 100%  25 0%  46 31% 

5 100%  26 100%  47 6% 

6 100%  27 100%  48 91% 

7 100%  28 100%  49 66% 

8 100%  29 80%  50 57% 

9 100%  30 100%  51 40% 

10 34%  31 43%  52 100% 

11 80%  32 100%  53 100% 

12 100%  33 100%  54 100% 

13 100%  34 100%  55 83% 

14 100%  35 100%  56 94% 

15 100%  36 100%  57 100% 

16 100%  37 100%  58 100% 

17 100%  38 100%  59 40% 

18 100%  39 100%  60 49% 

19 100%  40 100%  61 57% 

20 100%  41 94%  62 100% 

21 100%  42 100%  63 100% 

Fonte: Autoria própria 

 

Um aspecto interessante que foi identificado é que o equipamento CPU gera um 

aumento das classificações incorretas nas combinações em que o mesmo está 

presente, ou seja, dadas as 21 classes que tiveram classificações incorretas em 

seus testes, o equipamento CPU estava presente em 18 dessas classes. No 

entanto, durante o desenvolvimento deste trabalho, não foi possível encontrar a 

razão pela qual esta carga gera este aumento de classificações incorretas. 

É importante ressaltar que o algoritmo foi capaz de separar corretamente classes 

que possuem uma alta correlação, tal como a Classe 34 - lâmpada fluorescente, 

lâmpada incandescente e carregador de notebook - e a Classe 36 - lâmpada 
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fluorescente, ferro de solda e carregador de notebook, cujo valor foi de 99.27% para 

os sinais no regime do tempo e de 99,92% no regime da frequência. Diante disso, 

pode-se afirmar que o método possui robustez para separar cargas semelhantes.  

Vale ressaltar que, apesar dos resultados com outros ajustes de parâmetros não 

serem apresentados nesta Seção, alguns testes foram realizados, porém com taxas 

de acerto inferiores aos aqui demonstrados. 

 

5.2.2 Conclusão sobre os testes com cargas reais 

 

Na etapa de testes com cargas reais pôde-se confirmar que os parâmetros 

escolhidos para a escolha da assinatura foram adequados, visto que o método 

proposto alcançou uma taxa média de acertos na ordem de 83% entre todas as 

combinações de cargas. Além disso, o kernel logarítmico se mostrou interessante, 

confirmando novamente a características gerais das cargas elétricas testadas. Por 

meio da Figura 20, na qual se pode verificar o espectrograma do equipamento CPU, 

observa-se que o perfil do traçado sobre os picos de frequência possui característica 

de decaimento exponencial. 

 

Figura 20 - Espectrograma do equipamento CPU, com traçado sobre os picos das 
frequências 

 
Fonte: Autoria própria 
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O algoritmo utilizado é robusto para a extração da assinatura e identificação da 

maioria das cargas, no entanto necessita de aprimoramentos para poder identificar 

corretamente cargas com perfis parecidos às da CPU e suas possíveis 

combinações, além de outros tipos de cargas, como máquinas de estado finito e 

continuamente variáveis. 

Por meio da técnica apresentada pôde-se alcançar o objetivo proposto de encontrar 

uma assinatura que permitisse a correta identificação das cargas elétricas, com um 

processo de pouca exigência computacional. 
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6 CONSIDERAÇÕES FINAIS 

 

Este trabalho propõe e valida um novo algoritmo para a extração de assinatura e 

identificação de cargas elétricas para sistemas de monitoramento não intrusivo. Os 

resultados das simulações obtidos pelo método proposto utilizando-se a STFT em 

conjunto com o algoritmo kPCA indicaram um acerto de 100% na identificação das 

cargas simuladas e 83% para os casos reais, mostrando que o método desenvolvido 

é eficiente em cumprir com seu objetivo. 

Ressalta-se ainda a eficiência do método desenvolvido em extrair uma assinatura 

para as cargas elétricas, uma vez que o classificador utilizado foi o kNN, um 

classificador simples, baseado em distância, que não necessita de grande 

capacidade de processamento e treinamento para seu funcionamento. Além disso, 

observa-se a eficiência do método de extração de características mesmo com a 

variação da amplitude da tensão da rede. É possível observar ainda que a 

defasagem entre os sinais pode ser resolvida monitorando-se o sinal da tensão da 

rede e utilizá-lo como referência para o sistema. 

Outro aspecto importante a ser considerado é que a etapa de simulação foi 

fundamental para a validação dos parâmetros, uma vez que se permite a utilização 

de um ambiente com variáveis controladas. A simulação, antecedendo aos testes 

com cargas reais, gera mais agilidade e objetividade nesta segunda etapa, que 

normalmente se demanda mais tempo e esforço. 

Por fim, conclui-se que a continuidade deste trabalho se mostra promissor para as 

áreas de smart grid e smart homes, uma vez que, pelo processo de treinamento do 

classificador proposto, uma nova carga pode ser registrada facilmente obtendo-se 

apenas um sinal de corrente discretizado deste novo equipamento, que poderia, em 

uma hipótese, estar disponível no site do fabricante deste equipamento. 
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5.1 TRABALHOS FUTUROS  

 

Várias são as possibilidades de trabalho dentro da área de monitoramento não 

intrusivo, em que se permite aplicar diversas ferramentas de reconhecimento de 

padrões e aprendizado de máquinas, além de conceitos da área de sistemas 

embarcados.  

Alguns aspectos se destacaram como necessidade de serem tratadas ou 

aperfeiçoadas, a partir do desenvolvimento deste trabalho. Dentre eles está a 

inclusão de novas cargas, visando aumentar a complexidade para o classificador. 

Além disso, uma outra necessidade advinda do acréscimo de novas cargas é a 

viabilização do tratamento do volume de dados, uma vez que a inclusão de novos 

equipamentos aumenta significativamente o número de combinações e também de 

informações a serem tratadas. Como estratégia para avaliar o impacto da inclusão 

de novas cargas, pode-se fazer uso de bancos de dados públicos como o BLUED 

(FILIP, 2012) ou o REDD (KOLTER; JOHNSON, 2011). 

Como é verdade que se pode somar as correntes dos bancos de dados de registros 

das cargas, outra possível abordagem é a criação de uma rotina de confirmação da 

suposta combinação de cargas identificada subtraindo-se as cargas individuais de 

tal combinação.  

Uma abordagem futura, conveniente para o avanço do trabalho, é a construção de 

um hardware dedicado à análise dos sinais e realização da classificação, visto que a 

restrição de processamento auxiliará no desempenho de um sistema mais 

otimizado. Além disso, este hardware poderá fazer análises em tempo real do 

comportamento do sinal, ou seja, verificar o comportamento do classificador para os 

eventos de liga ou desliga das cargas. 

Outro trabalho que se mostra promissor é através da utilização da transformada 

wavelet, agregado ao kPCA, porém provavelmente seria necessário alterar o tipo de 

kernel. 
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APÊNDICE A - Combinações das cargas reais e taxas de acerto por classe 

 

As legendas definidas para as cargas, são as seguintes: 

 CPU de computador: CPU 

 Lâmpada fluorescente compacta: FLUOR 

 Lâmpada incandescente: INC 

 Ferro de solda: SOLDA 

 Furadeira de bancada: FUR 

 Carregador de notebook: NOTE 

 

Tabela 1 - Relação das combinações das cargas reais 

(continua) 

Classe 
Correta 

Relação das cargas 
Taxa de 
acertos 

Classes Preditas 
Incorretamente 

1 CPU 100%  

2 FLUOR 100%  

3 INC 100%  

4 SOLDA 100%  

5 FUR 100%  

6 NOTE 100%  

7 CPU, FLUOR 100%  

8 CPU, INC 100%  

9 CPU, SOLDA 100%  

10 CPU, FUR 34% 14 

11 CPU, NOTE 80% 18, 20 

12 FLUOR, INC 100%  

13 FLUOR, SOLDA 100%  

14 FLUOR, FUR 100%  

15 FLUOR, NOTE 100%  

16 INC, SOLDA 100%  

17 INC, FUR 100%  

18 INC, NOTE 100%  

19 SOLDA, FUR 100%  

20 SOLDA, NOTE 100%  

21 FUR, NOTE 100%  

22 CPU, FLUOR, INC 100%  

23 CPU, FLUOR, SOLDA 80% 22 

24 CPU, FLUOR, FUR 43% 33 

25 CPU, FLUOR, NOTE 0% 34, 36 
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(continuação) 
Classe 
Correta 

Relação das cargas 
Taxa de 
acertos 

Classes Preditas 
Incorretamente 

26 CPU, INC, SOLDA 100%  

27 CPU, IND, FUR 100%  

28 CPU, INC, NOTE 100%  

29 CPU, SOLDA, FUR 80% 27 

30 CPU, SOLDA, NOTE 100%  

31 CPU, FUR, NOTE 43% 37, 40 

32 FLUOR, INC, SOLDA 100%  

33 FLUOR, INC, FUR 100%  

34 FLUOR, INC, NOTE 100%  

35 FLUOR, SOLDA, FUR 100%  

36 FLUOR, SOLDA, NOTE 100%  

37 FLUOR, FUR, NOTE 100%  

38 INC, SOLDA, FUR 100%  

39 INC, SOLDA, NOTE 100%  

40 INC, FUR, NOTE 100%  

41 SOLDA, FUR, NOTE 94% 40 

42 CPU, FLUOR, INC, SOLDA 100%  

43 CPU, FLUOR, INC, FUR 29% 35, 45 

44 CPU, FLUOR, INC, NOTE 9% 30, 46, 53 

45 CPU, FLUOR, SOLDA, FUR 31% 43, 52 

46 CPU, FLUOR, SOLDA, NOTE 31% 44, 49, 53 

47 CPU, FLUOR, FUR, NOTE 6% 31, 40, 41, 54 

48 CPU, INC, SOLDA, FUR 91% 57 

49 CPU, INC, SOLDA, NOTE 66% 58 

50 CPU, INC, FUR, NOTE 57% 41, 51, 54 

51 CPU, SOLDA, FUR, NOTE 40% 50 

52 FLUOR, INC, SOLDA, FUR 100%  

53 FLUOR, INC, SOLDA, NOTE 100%  

54 FLUOR, INC, FUR, NOTE 100%  

55 FLUOR, SOLDA, FUR, NOTE 83% 54 

56 INC, SOLDA, FUR, NOTE 96% 51 

57 CPU, FLUOR, INC, SOLDA, FUR 100%  

58 CPU, FLUOR, INC, SOLDA, NOTE 100%  

59 CPU, FLUOR, INC, FUR, NOTE 40% 50, 51, 60 

60 CPU, FLUOR, SOLDA, FUR, NOTE 49% 51, 59, 62 

61 CPU, INC, SOLDA, FUR, NOTE 57% 63 

62 FLUOR, INC, SOLDA, FUR, NOTE 100%  

63 CPU, FLUOR, INC, SOLDA, FUR, NOTE 100%  

Fonte: Autoria própria 


