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RESUMO 

Este trabalho trata da detecção dos eventos sonoros relevantes ao sistema auditivo, 

chamados de onsets. Essa detecção é a base da segmentação do sinal de áudio, 

sendo um ponto de partida para tarefas mais complexas no campo de recuperação 

de informação da música, tais como detecção do tempo e transcrição musical. 

Algumas circunstâncias trazem dificuldades a essa detecção, tais como a presença 

de ruído no sinal, a polifonia de notas, a assincronia entre músicos e a aplicação de 

efeitos durante a produção musical, além de diferenças na percepção sonora de 

cada indivíduo. Além disso, devido à diversidade dos sinais de áudio, os onsets se 

dividem em percussivos e não-percussivos. Por isso, há diversos algoritmos de 

detecção disponíveis, utilizando as mais variadas técnicas. A ferramenta que serve 

de base para as principais técnicas do estado da arte é o espectrograma, que é uma 

tradução do sinal audível numa imagem que se assemelha às formas de registro 

musical (partitura). Neste trabalho, o espectrograma é submetido a técnicas de 

processamento digital de imagem e, depois, a técnicas de processamento digital de 

sinais. Como contribuições do trabalho, é analisada a influência dos parâmetros de 

geração do espectrograma e são introduzidas as inovações de filtro de frequências e 

de gradiente com máscara de dissimilaridade estendida, de limiarização adaptativa 

por proeminência e de um bloco inédito de agrupamento, num novo algoritmo de 

detecção, o KFlux, que além de detectar o tempo dos onsets, entrega também sua 

intensidade em dB na saída. Adicionalmente, um cenário utilizando fusão com 

diferentes configurações nos parâmetros do algoritmo também é experimentado. Os 

testes foram executados numa base de dados bem balanceada entre onsets 

percussivos e não-percussivos contendo sinais de áudio diversos, obtendo 

F1 = 0,9005 no cenário da fusão, com apenas cinco configurações combinadas. 

Palavras-chave: Algoritmo KFlux. Detecção de onsets em áudio. Espectrograma. 

Processamento digital de imagens e sinais. Sistema de reconhecimento de padrões. 





 

ABSTRACT 

This work deals with the detection of sound events relevant to the auditory system, 

called onsets. This detection is the basis for audio segmentation, being a starting 

point for more complex tasks in the music information retrieval field, such as tempo 

detection and music transcription. Some circumstances bring difficulties to the 

detection, such as the presence of noise in the signal, the note polyphony, the 

asynchrony among musicians and the application of effects during musical 

production, as well as differences in the sound perception of each individual. In 

addition, due to the diversity of audio signals, the onsets are divided into percussive 

and non-percussive. For this reason, there are several detection algorithms available, 

using the most assorted techniques. The tool that underlies the state of the art 

techniques is the spectrogram, which is a translation of the audible signal into an 

image that resembles musical registering forms (musical score). In this work, the 

spectrogram is subjected to digital image processing and, then, to digital signal 

processing techniques. As contributions of the work, the influence of spectrogram 

generation parameters is analyzed and the innovations of frequency filter and 

gradient filter with extended dissimilarity kernel, of adaptive thresholding by 

prominence and of a novel clustering block are introduced in a new detection 

algorithm, KFlux, which in addition to detecting the onsets timing, also delivers their 

intensity in dB at the output. Additionally, a scenario using fusion with different 

configurations in the algorithm parameters is also experienced. Tests were run on a 

well-balanced database among percussive and non-percussive onsets containing 

diverse audio signals, obtaining F1 = 0.9005 in the fusion scenario, with only five 

configurations combined. 

Keywords: KFlux algorithm. Audio onsets detection. Spectrogram. Digital image and 

signal processing. Pattern recognition system. 
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1 INTRODUÇÃO 

Este capítulo introduz o campo deste trabalho, que se trata da detecção de eventos 

sonoros relevantes ao sistema auditivo. São apresentados a motivação, as 

dificuldades, os objetivos, as contribuições e a organização deste trabalho. 

1.1 MOTIVAÇÃO 

Um onset é o instante de tempo em que ocorre um evento relevante num sinal de 

áudio (SCHLÜTER; BÖCK, 2014). Esse sinal, em geral, é uma trilha sonora musical, 

mas a definição também pode ser aplicada, por exemplo, em trechos de áudio falado 

e em trechos sonoros em que há ruídos que se sobressaem (por exemplo, palmas, 

apitos, estalos e gritos). 

A música (e sinais de áudio em geral) pode ser decomposta em instantes de 

mudança, onsets, seguidas por momentos de constância (MOUNIR; KARSMAKERS; 

WATERSCHOOT, 2016). Encontrar os onsets é a chave para a segmentação do 

sinal de áudio, o que provê a base para sua análise, extração de características, 

descrição e compreensão (STASIAK; MONKO; NIEWIADOMSKI, 2016). 

A detecção de onsets é muito utilizada, como ponto de partida, no campo de 

recuperação de informação da música (em inglês, Music Information Retrieval – 

MIR), por exemplo, para análise temporal, análise rítmica e codificação paramétrica 

de áudio (STASIAK; MONKO; NIEWIADOMSKI, 2016), bem como para transcrição 

musical (tradução para partitura), síntese musical e efeitos adaptativos de áudio (por 

exemplo, alongamento da duração da música, do inglês time stretching) (MOUNIR; 

KARSMAKERS; WATERSCHOOT, 2016). 
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1.2 DIFICULDADES 

A detecção de onsets, porém, apresenta algumas dificuldades, a começar pela 

própria definição do que é um onset. Há décadas se estuda o assunto, levando-se 

em conta, por exemplo, a percepção humana (perceptual onsets) (VOS; RASCH, 

1981) e o instante inicial do evento sonoro (BELLO et al., 2005), mas ainda não há 

na literatura uma definição formal e objetiva do que é um onset, embora as 

diferentes abordagens não impliquem em disparidades temporais auditivamente 

perceptíveis (DIXON, 2006). 

Em sinais simples, com um único instrumento tocando notas pausadamente, por 

exemplo, a detecção de onsets pode ser feita com uma análise no domínio do 

tempo, mas à medida que outros instrumentos são adicionados, o sinal torna-se 

bastante complexo, trazendo dificuldades à detecção, tais como a polifonia de notas 

e a assincronia entre músicos (DIXON, 2006). 

Efeitos de áudio aplicados durante o processo de produção musical, tais como eco, 

reverberação e compressão também trazem prejuízos à detecção, mascarando o 

instante temporal do onset ou sua amplitude (VICKERS, 2010). 

Adicionalmente, o sistema auditivo possui características próprias que variam entre 

as pessoas, e os onsets percebidos por musicistas, por exemplo, podem passar 

despercebidos por outras pessoas. Mesmo entre musicistas, a percepção pode se 

dar em instantes ligeiramente diferentes. Essas variações são explicadas pela 

psicoacústica, que é o estudo da relação entre as sensações auditivas e as 

características físicas do som (FASTL; ZWICKER, 2007). 

Para testar um algoritmo de detecção de onsets é necessário um conjunto de trilhas 

sonoras, a base de dados, com a anotação dos onsets ali existentes, a tabela 

verdade. O processo de anotação, em geral, é manual, trabalhoso e depende da 

experiência dos anotadores. Por esse motivo, não há muitas bases de dados 

disponíveis publicamente, e as encontradas, geralmente, não estão com anotações 

muito precisas. Consequentemente, cada trabalho utiliza a sua própria base de 

dados, impossibilitando a comparação entre os algoritmos. 
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1.3 DESCRIÇÃO DO TEMA 

O tema deste trabalho é a detecção de onsets em áudio. Trata-se de um tema em 

constante evolução e que tem recebido muita atenção nas últimas décadas, 

notadamente a partir de 2005, quando uma renomada entidade, a International 

Society for Music Information Retrieval (ISMIR), responsável por conferências anuais 

relacionadas a trabalhos com áudio, criou uma campanha de avaliação chamada 

Music Information Retrieval Evaluation eXchange (MIREX) com o intuito de estimular 

a colaboração de conhecimento entre a comunidade MIR. 

A literatura que trata o assunto divide os onsets em duas grandes categorias: hard 

onsets e soft onsets. A primeira engloba os eventos sonoros percussivos, enquanto 

a segunda engloba os não-percussivos. 

Este trabalho está voltado para a detecção tanto de hard onsets quanto de soft 

onsets, através da aplicação de Processamento Digital de Imagens (PDI) em 

espectrogramas e Processamento Digital de Sinais (PDS) em seu subproduto, a 

função de detecção de onsets (do inglês, Onset Detection Function – ODF). Os 

espectrogramas possuem uma correlação muito forte com muitos conceitos 

musicais, o que, aliado a vários relatos de bons resultados com seu uso, motivou 

sua escolha neste trabalho, em detrimento de outras técnicas. 

1.4 IMPORTÂNCIA DO TEMA 

Conforme já mencionado, a detecção de onsets em áudio é a base para várias 

tarefas do campo da MIR. Desse modo, uma boa detecção permite segmentar o 

áudio eficazmente, evitando que os algoritmos dessas tarefas analisem trechos de 

áudio errados e resultem em incorreções. Por isso, a comunidade MIR tem dedicado 

bastante atenção na detecção de onsets nas últimas décadas. Como exemplos, 

bons resultados nas tarefas MIR 
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 são essenciais para que um Disc Jockey (DJ) possa realizar a troca de uma 

música para outra de modo suave e no ritmo. Ele precisa saber o tempo, a 

tonalidade e quando ocorrem os principais eventos sonoros em ambas as 

músicas, a que está tocando e a que vai entrar em seu lugar; 

 ajudam a um produtor de filmes a realizar os cortes de cada cena de modo a 

sincronizar os momentos mais calmos com partes mais silenciosas da trilha 

sonora e os momentos com mais ação com partes mais intensas da trilha; 

 ajudam a um estudante de música no aprendizado de seu instrumento, 

obtendo as informações das notas e dos acordes musicais tocados pelo aluno 

ou reproduzidos por uma música externa que ele tenta acompanhar; e 

 permitem que um engenheiro de som perceba problemas com maior 

facilidade (não apenas “de ouvido”) e, assim, consiga realizar ajustes para 

corrigir ou normatizar uma música ou grupo de músicas tocadas por uma 

banda, de forma a obter um disco (CD ou DVD) com a máxima qualidade. 

Como exemplo adicional, fora da área musical, detectores de onsets em áudio 

também podem ser utilizados para detectar anomalias físicas através da análise do 

sinal acústico emitido por sistemas mecânicos, que na presença de problemas, 

apresenta mudanças repentinas relevantes (onsets)  (BAINS; KUMAR, 2009). 

1.5 DEFINIÇÃO DO PROBLEMA E HIPÓTESE 

O problema abordado neste trabalho é a detecção de onsets em sinais de áudio. 

O espectrograma é utilizado por vários algoritmos de detecção de onsets do estado 

da arte, mas geralmente é gerado com parâmetros pré-determinados. A hipótese 

deste trabalho é que os parâmetros de geração do espectrograma afetam a 

detecção de onsets, havendo conjuntos de parâmetros mais apropriados para os 

onsets percussivos e outros mais apropriados para os não-percussivos. Além disso, 

como os onsets correspondem, no espectrograma, às linhas verticais e ao início das 

linhas horizontais, então aplicar PDI no espectrograma e PDS na ODF para realçar 

essas características e minimizar as demais, favorecerá a detecção de onsets. 



29 

1.6 OBJETIVOS 

O objetivo geral que o tema abordado neste trabalho pretende alcançar é introduzir 

melhorias e novas técnicas para a detecção de onsets em áudio, de modo que um 

algoritmo desenvolvido com essas contribuições obtenha resultados melhores ou, ao 

menos, comparáveis com o estado da arte. 

1.6.1 Objetivos Específicos 

O objetivo geral será atingido através dos seguintes objetivos específicos: 

 analisar os trabalhos acerca do tema e sua evolução até o estado da arte; 

 obter uma base de dados para testar as contribuições deste trabalho; 

 analisar a influência dos parâmetros de geração do espectrograma; 

 introduzir melhorias nas técnicas que realçam as características dos onsets 

no espectrograma; 

 introduzir novas técnicas para a extração dos onsets na ODF obtida a partir 

do espectrograma; 

 desenvolver um algoritmo preliminar para a detecção de hard onsets; e 

 desenvolver um algoritmo final para a detecção de hard e soft onsets. 

Outros trabalhos apontam diferenças entre a detecção de hard onsets e a detecção 

de soft onsets, justificando assim os dois últimos objetivos específicos. 

1.7 CONTRIBUIÇÕES 

As contribuições deste trabalho são: 
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 a análise dos parâmetros do espectrograma (tamanho e sobreposição da 

janela, escala de frequência e quantidade de bins (faixas) de frequências), 

para determinar se há uma configuração ideal para a detecção de onsets; 

 a introdução do filtro de frequências no espectrograma, deixando-o mais 

apropriado para cada tipo de sinal analisado; 

 a introdução do filtro de gradiente com máscara de dissimilaridade estendida, 

propiciando redução de ruídos, detecção de linhas verticais (hard onsets) e 

valorização do início das linhas horizontais (soft onsets) no espectrograma; 

 a introdução da limiarização adaptativa por proeminência, mais prática que a 

limiarização baseada em análises estatísticas; 

 a introdução do bloco de agrupamento, para evitar detecções múltiplas de 

onsets; 

 a disponibilização da intensidade em dB (ou seja, com um significado físico bem 

conhecido) de cada onset na saída do detector, além do instante de tempo; 

 a experimentação da fusão dos candidatos a onsets de múltiplas ODFs, para 

melhorar o desempenho da detecção; 

 o desenvolvimento do algoritmo KFlux, proposto para a detecção de onsets. 

1.8 ORGANIZAÇÃO DO DOCUMENTO 

O restante do documento está assim organizado: o capítulo 2 traz uma revisão 

bibliográfica sucinta, descrevendo os principais detectores de onsets já criados até o 

estado da arte e apresentando a base teórica utilizada neste trabalho. 

O capítulo 3 traz a metodologia utilizada, apresentando o algoritmo desenvolvido, a 

base de dados utilizada nos testes e o critério de avaliação do algoritmo criado. 

No capítulo 4 estão os resultados preliminares e os finais, bem como comparações 

com trabalhos de terceiros e os resultados obtidos na MIREX 2017. 

A conclusão está no capítulo 5, onde se encontram também os comentários acerca 

dos resultados da MIREX 2017 e uma lista sugerida de trabalhos futuros. 
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2 REVISÃO BIBLIOGRÁFICA 

Este capítulo apresenta uma revisão bibliográfica abrangendo as técnicas utilizadas 

na detecção de onsets em áudio e detalhando aquelas que atualmente compõem o 

estado da arte. São apresentados alguns conceitos acerca de teoria musical e 

fundamentos teóricos utilizados nas melhorias e novas técnicas introduzidas neste 

trabalho. 

2.1 ESTADO DA ARTE 

Há dezenas de artigos abordando o tema deste trabalho, alguns com técnicas 

inovadoras, outros aprimorando trabalhos anteriores com pequenas modificações. 

Um trabalho resume as principais técnicas até 2005 (BELLO et al., 2005) e outro até 

2013 (SHEHATA, 2013), após os quais outros importantes avanços ocorreram. 

2.1.1 Cronologia da Detecção de Onsets em Áudio 

Desde a década de 80, já se demonstrava conhecimento acerca da percepção de 

eventos relevantes, que foram chamados de perceptual onsets (VOS; RASCH, 

1981). Também já se assinalava haver diferenças entre hard onsets e soft onsets, 

apesar dessa nomenclatura ter surgido mais tarde (DUXBURY; SANDLER; DAVIES, 

2002). Naquela época, era muito comum processar os sinais de áudio apenas no 

domínio do tempo, através da análise da evolução temporal da amplitude (isto é, do 

envelope ou da envoltória) das formas de onda do sinal de áudio, além da aplicação 

de alguns filtros. 

A partir do final da década de 80, quando os CDs começaram a substituir 

massivamente os discos de vinil, as gravadoras começaram a utilizar o recurso de 

compressão para tornar as suas trilhas mais “quentes” (isto é, com mais volume). 
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Isso foi levado ao extremo, como uma espécie de competição entre gravadoras no 

sentido de produzir o disco que tocasse mais alto, e foi chamado de “guerra do 

volume”, do inglês loudness war (VICKERS, 2010). Assim, os picos musicais 

começaram a se confundir com o restante da música, deixando o envelope da forma 

de onda cada vez mais plano e constante, o que prejudicou a detecção dos onsets. 

A Figura 1 evidencia os efeitos da guerra do volume, mostrando a música “Head 

Like a Hole”, da banda Nine Inch Nails como gravada (original em 1989, acima) e 

após a aplicação de forte compressão (remasterização em 2010, abaixo), onde os 

picos (em azul escuro) são comprimidos e levados ao extremo, e o volume 

percebido (em azul claro, em ambas) aumenta. 

Figura 1 – Guerra do volume 

 

Fonte: Elaborado pelo autor. 

Então, em meados da década de 90, um importante trabalho reforçou a linha da 

análise espectral, sugerindo algumas novas técnicas que formaram uma nova base 

da detecção de onsets: o uso de conteúdo espectral de alta frequência e o uso de 

dissimilaridade espectral (MASRI, 1996). 

Mesmo assim, ainda se insistiu no uso do envelope da forma de onda, porém 

introduzindo previamente a separação do sinal de áudio com um banco de filtros em 

diferentes bandas de frequências e aplicando conhecimentos de psicoacústica 

(KLAPURI, 1999). 
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Em 2002 foi introduzido o uso de redes neurais Multilayer Perceptron (MLP) com 

bancos de filtros na detecção de onsets em trilhas de áudio com piano (MAROLT; 

KAVCIC; PRIVOSNIK, 2002) e o uso de Support Vector Machine (SVM) para a 

detecção de mudanças espectrais abruptas (isto é, dos hard onsets) na tarefa de 

segmentação de áudio (DAVY; GODSILL, 2002). Também foi criada uma técnica 

híbrida usando envelopes e a Short-Term Fourier Transform (STFT) após a 

separação do sinal com um banco de filtros (DUXBURY; SANDLER; DAVIES, 2002). 

Em 2003 foi utilizada uma linha probabilística, usando Independent Component 

Analysis (ICA) como um modelo de densidade condicional (uma espécie de sinal de 

“surpresa” obtido do sinal de áudio) na entrada de um classificador do tipo Hidden 

Markov Model (HMM) para detecção de onsets (ABDALLAH; PLUMBLEY, 2003). 

Também foi introduzido o uso das informações de fase da análise espectral (BELLO; 

SANDLER, 2003), e sua combinação com a magnitude da análise espectral, criando 

o primeiro detector de onsets no domínio complexo (DUXBURY et al., 2003). 

Em 2004 foi analisado o uso de técnicas com múltipla resolução espectral 

(DUXBURY et al., 2004) e foram sugeridos uma metodologia e um conjunto de 

ferramentas para a avaliação automatizada na detecção de onsets (LEVEAU; 

DAUDET; RICHARD, 2004). 

Porém, foi em 2005, com a publicação de um tutorial (BELLO et al., 2005) com as 

técnicas até então mais promissoras, juntamente com a criação da campanha 

MIREX pela ISMIR, que a tarefa de detecção de onsets em áudio ganhou a devida 

importância. Nesse mesmo ano, uma técnica similar à dissimilaridade espectral 

(MASRI, 1996) foi utilizada, sendo chamada de detecção por “diferença espectral” 

(ALONSO; RICHARD; DAVID, 2005). Também foi introduzido o uso da detecção de 

pitch (isto é, de frequência) estável na detecção de onsets em trilhas monaurais 

(COLLINS, 2005). 

Em 2006 um importante trabalho revisitou e comparou algumas das técnicas 

relacionadas no tutorial de 2005, introduzindo importantes melhorias e apontando 

algumas contradições com trabalhos anteriores, bem como chamando a atenção 

para cuidados nos detalhes de concepção e nos ajustes de parâmetros dos 

algoritmos (DIXON, 2006). Também foi introduzido o uso de técnicas de predição 
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linear (LEE; KUO, 2006) e o uso de Non-negative Matrix Factorization (NMF) (WANG 

et al., 2006) na detecção de onsets. 

Em 2007 foi introduzida a técnica adaptive whitening para auxiliar na detecção de 

onsets, através da “normalização” de áudios com dinâmica muito variável 

(STOWELL; PLUMBLEY, 2007). As redes neurais MLP foram reintroduzidas, mas 

dessa vez usando a análise espectral como entrada e combinando os resultados de 

várias redes neurais treinadas, em busca de melhor desempenho (LACOSTE; ECK, 

2007). Outros trabalhos também seguiram a linha de fusão de técnicas, combinando 

as informações espectrais de fase e magnitude de diferentes maneiras (LEE; SHIU; 

KUO, 2007) e trabalhando, pela primeira vez, as informações de magnitude 

espectral e as informações baseadas em pitch num processo decisório definindo o 

tipo de detector de onsets a ser usado (ZHOU; REISS, 2007), vencendo a MIREX 

2007 (para maiores detalhes, ver (ZHOU; MATTAVELLI; ZOIA, 2008)). 

Em 2008 um dos trabalhos introduziu mais mecanismos de fusão entre diferentes 

técnicas para alcançar bons resultados em trilhas cantadas em solo (TOH; ZHANG; 

WANG, 2008), enquanto outro combinou dicas de pitch com a energia do sinal, além 

de promover uma compensação para minimizar efeitos de vibrato, alcançando 

resultados promissores numa base de dados com soft onsets (SCHLEUSING; 

ZHANG; WANG, 2008). Também foi revisitado o uso de bancos de filtros com 

elementos da psicoacústica (THOSHKAHNA; RAMAKRISHNAN, 2008). 

Em 2009 a fusão entre técnicas continuou sendo explorada (DEGARA-QUINTELA; 

PENA; TORRES-GUIJARRO, 2009) e também as informações avançadas de fase 

(em inglês, group delay), resultante da análise espectral, para a detecção de hard 

onsets (GNANN; SPIERTZ, 2009). Também foi proposta uma abordagem 

supervisionada usando Gaussian Mixture Models (GMM) para classificar os quadros 

(frames) resultantes da análise cepstral baseada em Mel-Frequency Cepstral 

Coefficients (MFCC) (ZHANG; WANG, 2009) e outra com um classificador Adaboost 

treinado com áreas de espectrogramas para detectar onsets em músicas de piano 

(BOOGAART; LIENHART, 2009). 

Em 2010 um importante trabalho utilizou o que chamou de três dimensões na 

detecção de soft onsets: fase (isto é, group delay), magnitude e pitch, e com a 
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combinação dessas três dimensões conseguiu uma melhoria significativa quando 

comparada à melhor das dimensões sozinha (HOLZAPFEL et al., 2010). Outro 

trabalho reavivou o uso de redes neurais, usando o tipo Bidirectional Long Short-

Term Memory Neural Network (BLSTM-NN) num detector universal de onsets 

(EYBEN et al., 2010). 

Em 2011 foi criado um algoritmo para a detecção de hard onsets através de análises 

iterativas da STFT (THOSHKAHNA; NSABIMANA; RAMAKRISHNAN, 2011) e houve 

inovação na abordagem probabilística, agregando uma heurística baseada na 

regularidade temporal (isto é, no ritmo) que músicas comerciais apresentam 

(DEGARA et al., 2011). Foram sugeridas melhorias em algumas técnicas comuns 

através da inclusão de predição linear e apontado que falhas na modelagem 

senoidal podem ser usadas na detecção de onsets (GLOVER; LAZZARINI; 

TIMONEY, 2011). Indo além, um dos trabalhos utilizou wavelets e filtragem 

adaptativa com predição linear (GABRIELLI; PIAZZA; SQUARTINI, 2011). 

Em 2012 houve mais um trabalho com redes neurais, dessa vez do tipo Recurrent 

Neural Network (RNN), demonstrando também interesse acerca da capacidade de 

detecção de onsets em tempo real (BÖCK et al., 2012). Um importante trabalho 

analisou a influência dos métodos de seleção de picos (peak-picking) na detecção 

de onsets (ROSÃO; RIBEIRO; MATOS, 2012). Também foi proposta uma 

abordagem bastante diferente, usando algoritmos de descoberta de padrões 

genéticos (que geralmente são usados em sequências de DNA, do inglês 

DeoxyRibonucleic Acid), baseando-se no fato de que tais padrões são encontrados 

por similaridade, o que também ocorre com os eventos auditivos (CHIN; BURRED, 

2012). Além disso, outro trabalho dividiu ainda mais os sons em subsegmentos e 

propôs uma fusão entre técnicas temporais e espectrais para detectá-los (GLOVER; 

LAZZARINI; TIMONEY, 2012). 

Em 2013, outro trabalho reuniu todas as principais técnicas até então existentes e 

sugeriu uma nova, chamada de sparse over-complete representation (SHEHATA, 

2013). Reinvestiu-se em fusões de técnicas (WANG et al., 2013) e na criação de 

filtros para minimizar os tão prejudiciais vibratos e trêmolos (BÖCK; WIDMER, 

2013a) e (BÖCK; WIDMER, 2013b). Introduziu-se a análise de regularidade 

harmônica cepstral (HEO; SUNG; LEE, 2013) e estendeu-se um trabalho com 
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wavelets (GABRIELLI; PIAZZA; SQUARTINI, 2011), combinando-o com redes 

neurais BLSTM-NN (FERRONI et al., 2013). Além disso, uma técnica com outro tipo 

de rede neural, a Convolutional Neural Network (CNN) foi apresentada, e venceu a 

MIREX 2013 (SCHLÜTER; BÖCK, 2013). A análise de peak-picking (ROSÃO; 

RIBEIRO; MATOS, 2012) motivou outro trabalho (BÖCK; SCHLÜTER; WIDMER, 

2013), que resolveu usar redes neurais RNN para selecionar os picos candidatos a 

onsets. 

Em 2014 foram comparadas diferentes políticas de fusão das técnicas, combinando 

características, ODFs e candidatos a onsets (TIAN et al., 2014a) e foi utilizada NMF 

para detectar onsets dos instrumentos de percussão em músicas de um gênero 

tradicional chinês (TIAN et al., 2014b). Introduziu-se uma técnica com correntropia 

que detecta ao mesmo tempo pares de onset/offset (isto é, início/final das notas) 

(CHANG; LEE, 2014) e estendeu-se um trabalho (FERRONI et al., 2013) incluindo 

características espectrais na entrada das redes neurais (MARCHI et al., 2014a) e 

(MARCHI et al., 2014b). Foram apresentadas melhorias na técnica com rede neural 

do tipo CNN (SCHLÜTER; BÖCK, 2014) e investigadas melhorias na robustez das 

técnicas de detecção de onsets visando uma melhor detecção de batidas (beat 

tracking) (MCFEE; ELLIS, 2014). Também foi proposto um sistema de detecção 

adaptativo baseado no reconhecimento de instrumentos através de um classificador 

HMM (ZHU et al., 2014). 

Em 2015, um trabalho combinou a magnitude da análise espectral com a 

reconstrução linear de quadros anteriores (LIANG; SU; YANG, 2015). 

Em 2016 foram unidas, de modo inédito, técnicas de fusão às redes neurais 

(STASIAK; MONKO; NIEWIADOMSKI, 2016). Um trabalho utilizou uma técnica de 

decomposição esparsa (SHAO; GUI; XU, 2016) e outro explorou a diferença na 

dispersão espectral entre diferentes partes de notas musicais para detectar onsets 

(MOUNIR; KARSMAKERS; WATERSCHOOT, 2016). Também foi comparada a 

eficácia de espectrogramas contra o uso de correlogramas na entrada de redes CNN 

para a detecção de onsets, observando a superioridade dos espectrogramas 

tradicionais (STASIAK; MONKO, 2016) e foi comparado o desempenho de cinco 

diferentes técnicas na presença de quatro tipos de ruídos de fundo, levantando a 
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preocupação com a eficiência dos detectores de onsets em condições adversas 

(MAKA, 2016). 

2.1.2 Principais Técnicas 

Dentre as técnicas já relacionadas, três delas merecem destaque, pois compõem o 

estado da arte. As baseadas em análises espectrais, em redes neurais e em fusões. 

2.1.2.1 Análise espectral 

Esta técnica parte do princípio que o sinal de áudio é inicialmente transformado do 

domínio do tempo para o domínio da frequência, através da STFT. Como resultado, 

o vetor unidimensional de números reais, o sinal de entrada, é transformado numa 

matriz bidimensional, o espectro, onde uma das dimensões é o tempo (isto é, o 

número do quadro) e a outra dimensão é a frequência (isto é, o bin de frequências). 

A matriz contém um número complexo para cada par (tempo, frequência), da qual se 

obtém uma matriz contendo as magnitudes (isto é, os módulos dos números 

complexos) e outra contendo as fases desses números complexos. A literatura 

contém trabalhos que usam apenas a magnitude, apenas a fase e os dois 

conjuntamente. 

No caso da análise espectral com apenas a magnitude, monitoram-se as diferenças 

de magnitude dos bins de frequências entre dois quadros próximos. Se, no geral, a 

diferença for positiva e com um valor elevado, há um forte indício de que o quadro 

em questão é um onset. Essa diferença é chamada de dissimilaridade espectral 

(MASRI, 1996), calculada com 
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onde Dn é a dissimilaridade para o quadro n e Xn(k) é a magnitude do k-ésimo bin de 

frequências do quadro n. Há algumas variantes para essa equação na literatura e 

uma modificação muito comum, a diferença espectral (BELLO et al., 2005) é 

      
k

nnn kXkXHD
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2
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onde Dn é a diferença espectral para o quadro n e a função H(x) nada mais é que um 

retificador de meia onda, mantendo apenas as diferenças positivas (isto é, 

focalizando nos onsets em detrimento dos offsets). 

Já no caso da análise espectral com apenas a fase, monitoram-se as mudanças na 

fase dos bins de frequências entre dois quadros próximos. Considerando o ângulo 

de fase como um valor sempre crescente (isto é, ao invés de voltar a 0°, depois de 

359° vem 360°, 361°, etc., o que é chamado de “unwrapped phase”), durante 

momentos quase-estacionários (vide subseção 2.2.2) da música, ou seja, enquanto 

uma modelagem senoidal pode ser aplicada, é esperado que as fases das senoides 

cresçam de maneira praticamente constante ao longo do tempo. Isso se traduz na 

primeira derivada da fase do espectro como sendo uma constante. Logo, a segunda 

derivada é zero. 

Porém, nos onsets, a modelagem senoidal falha, pois a quase-estacionariedade é 

interrompida. Nesse momento, espera-se que a segunda derivada resulte em um 

valor bem diferente de zero. O trabalho pioneiro foi em 2003 (BELLO; SANDLER, 

2003) e o tutorial de 2005 (BELLO et al., 2005) resumiu a formulação para 

        0212  nnnn kkkk , (3) 
 

onde φk(n) é a função “2-unwrapped phase” do quadro n para o k-ésimo bin de 

frequências e φ”k(n) é a sua segunda derivada. 

A Figura 2 mostra a previsão de evolução da fase, k̂ , para o k-ésimo bin de 

frequências em três quadros consecutivos, de (n – 2)h a nh, onde h é a duração do 

quadro. Note que a previsão de crescimento constante (linha tracejada) falha no 

quadro n, havendo uma diferença k > 0, evidenciando que se trata de um onset. 
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Figura 2 – Previsão de evolução da fase 

 

Fonte: Elaborado pelo autor, adaptado de: (BELLO et al., 2005). 

No caso da análise espectral com magnitude e fase, as partes real e imaginária do 

espectro formam um vetor, e monitoram-se as mudanças nas distâncias Euclidianas 

entre os vetores de dois quadros próximos. Isso é feito para todos os bins de 

frequências e as distâncias Euclidianas são todas somadas, gerando a ODF no 

domínio complexo. 

O trabalho pioneiro foi em 2003 (DUXBURY et al., 2003) e observou que a função 

resultante no domínio complexo era claramente menos ruidosa, tornando a detecção 

de onsets mais robusta, quando comparada às funções com somente a magnitude 

ou a fase. 

Entretanto, um trabalho posterior (DIXON, 2006) revisitou as três técnicas espectrais 

mais detalhadamente e chegou à conclusão de que elas produzem resultados 

similares, quando analisadas usando-se os mesmos critérios de avaliação numa 

mesma base de dados. 

2.1.2.2 Redes neurais 

Nem no tutorial de 2005 (BELLO et al., 2005) nem no trabalho de 2013 (SHEHATA, 

2013) são citados os trabalhos com redes neurais em seus resumos, mas desde 

2002 já se tentava incluir esse tipo de classificador supervisionado na tarefa de 
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detecção de onsets (MAROLT; KAVCIC; PRIVOSNIK, 2002). Como todo 

classificador supervisionado, uma rede neural nada mais é do que um sistema que 

recebe em sua entrada um vetor com as características do que se deseja classificar 

(também chamado de descritor ou amostra) e entrega em sua saída a predição de 

uma classe para aquela entrada. No caso da detecção de onsets, a entrada é um 

trecho do sinal de áudio (ou algum subproduto disso) e a saída usualmente é um 

indicador lógico de pertinência à classe “onset” ou à classe “não-onset” (ou algo 

similar). 

Mas para funcionar, o sistema precisa ser previamente treinado com amostras 

similares àquelas que se deseja submeter após o treinamento. A escolha criteriosa 

dessas amostras é crucial. 

No caso das redes neurais, o sistema é composto internamente por neurônios 

artificiais interconectados, sendo a cada um deles atribuído um peso. Durante o 

treinamento, esses pesos são ajustados de forma que as saídas preditas coincidam 

o máximo possível com as saídas reais, para as amostras desse treinamento. Um 

treinamento bem-sucedido é aquele que resulta em uma rede assertiva mesmo para 

amostras novas, do mundo real (isto é, para dados de entrada pós-treinamento, para 

os quais não se conhece a saída de antemão). 

Existem vários tipos de redes neurais, cada um com uma forma diferente de ajustar 

os pesos e interligar os neurônios artificiais. Para a detecção de onsets, os principais 

tipos de redes neurais até agora utilizados são MLP (MAROLT; KAVCIC; 

PRIVOSNIK, 2002) e (LACOSTE; ECK, 2007), BLSTM-NN (EYBEN et al., 2010) e 

(FERRONI et al., 2013), RNN (BÖCK et al., 2012) e (BÖCK; SCHLÜTER; WIDMER, 

2013) e CNN (SCHLÜTER; BÖCK, 2013), (SCHLÜTER; BÖCK, 2014) e (STASIAK; 

MONKO, 2016). 

Além da seleção criteriosa das amostras e do treinamento em si, outro fator crucial 

para o sucesso com redes neurais é o próprio conteúdo do vetor de características. 

Alguns trabalhos na literatura usam subprodutos do sinal de áudio no domínio do 

tempo, enquanto outros usam quadros da análise espectral, por exemplo. 
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2.1.2.3 Fusões 

Esta técnica, comum no âmbito de classificadores, baseia-se na ideia principal de 

que a união de vários classificadores mais fracos pode resultar num classificador 

mais eficaz. Para isso funcionar bem, é crucial que haja heterogeneidade entre os 

classificadores originais, senão eles acertarão (e errarão) nas mesmas situações, e 

sua fusão não trará ganhos (DIETTERICH, 2000). 

Além da heterogeneidade dos classificadores, também é crucial pesar a participação 

de cada técnica quando da sua combinação no classificador final (isto é, na fusão), 

de modo a maximizar os acertos e minimizar os erros, obtendo assim o máximo 

incremento no desempenho global com a fusão. 

Muitos trabalhos na literatura comprovam que fusões trazem ganhos consideráveis 

no desempenho de detectores de onsets. As fusões podem ser feitas combinando 

características do áudio (por exemplo, magnitude e fase), combinando múltiplas 

ODFs numa única, e combinando candidatos de onsets de múltiplas ODFs (TIAN et 

al., 2014a). 

O sucesso desses trabalhos com fusões advém do fato de que a característica da 

evolução temporal e espectral muda bastante para diferentes tipos de instrumentos 

e articulações nos mesmos (STASIAK; MONKO; NIEWIADOMSKI, 2016). Devido a 

isso, é quase utópico pensar que uma única abordagem possa lidar com toda essa 

heterogeneidade. 

2.1.3 Melhores Desempenhos 

Tanto a literatura em geral quanto a MIREX avaliam o desempenho de algoritmos de 

detecção de onsets em tabelas verdade anotadas manualmente, através da medida 

F1, que é uma média harmônica normalizada em [0, 1] entre as medidas de precisão 

(precision, P) e revocação (recall, R, ou sensibilidade), definidas como 
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onde um onset detectado é um verdadeiro positivo (do inglês, true positive – TP) se 

ele tem um correspondente com 50 ms de tolerância na tabela verdade. Os demais 

onsets detectados são falsos positivos (FP) e os onsets não detectados da tabela 

verdade são falsos negativos (FN). 

Os seguintes detectores de onsets são atualmente os melhores, todos avaliados 

com F1 > 0,8 numa das mais recentes campanhas em nível mundial, a MIREX 2016 

(MIREX, 2016), e compõem o estado da arte: 

 1º lugar (F1 = 0,8732): algoritmo SB3, resultado direto do trabalho usando 

redes neurais CNN (SCHLÜTER; BÖCK, 2014); 

 2º lugar (F1 = 0,8537): algoritmo SB4, resultado de trabalhos que parece ser 

uma fusão de redes neurais (o autor não deixa claro) RNN e BLSTM-NN, com 

algumas modificações na estrutura da rede neural BLSTM-NN e no vetor de 

características de entrada (EYBEN et al., 2010) e (BÖCK et al., 2012); 

 3º lugar (F1 = 0,8520): algoritmo CC3, usando fusão proveniente de duas 

técnicas diferentes (o autor não menciona quais), após o que há um 

classificador SVM; 

 4º lugar (F1 = 0,8407): algoritmo SB5, resultado do trabalho com algumas 

modificações na estrutura da rede neural RNN e no vetor de características 

de entrada (BÖCK et al., 2012); 

 5º lugar (F1 = 0,8393): algoritmo SB7, resultado direto do trabalho usando 

análise espectral no domínio complexo (BÖCK; WIDMER, 2013a); 

 6º lugar (F1 = 0,8335): algoritmo SB6, resultado direto do trabalho usando a 

magnitude da análise espectral (BÖCK; WIDMER, 2013b); 

 7º lugar (F1 = 0,8247): algoritmo LSY1, resultado direto do trabalho usando a 

magnitude da análise espectral combinada com reconstrução linear de 

quadros anteriores (LIANG; SU; YANG, 2015); e 

 8º lugar (F1 = 0,8154): algoritmo LSY2, similar ao algoritmo LSY1, mas com 

parametrização ligeiramente diferente. 
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Essa lista mostra que o estado da arte está concentrado nas principais técnicas já 

relacionadas. É particularmente interessante notar que nessa lista há algoritmos com 

técnicas supervisionadas (redes neurais e SVM), com técnicas não-supervisionadas 

(modelagem baseada na análise espectral) e com fusões entre elas. 

2.2 BASE TEÓRICA 

Na literatura apresentada, a detecção de onsets é muito utilizada para segmentação 

musical (mas pode segmentar outros tipos de áudio). Logo, é interessante conhecer 

alguma teoria sobre música, para buscar uma boa solução. Além da teoria já 

apresentada em 2.1.2, esta seção descreve sucintamente a teoria musical, bem 

como conceitos acerca de espectrogramas e demais ferramentas relacionadas a PDI 

e PDS, todos utilizados neste trabalho. 

2.2.1 Teoria Musical 

Encontrar uma definição formal para música é controverso, pois o que é agradável 

para uns pode ser penoso para outros. Algumas definições bastante simplórias, com 

o intuito de facilitar a leitura do texto são (DESCOMPLICANDO A MÚSICA, [s.n.t.]): 

 som: é aquilo que se pode perceber pelo sentido da audição dos seres vivos; 

 música: é um conjunto de sons, composta por melodia, harmonia e ritmo, que 

evoluem no tempo e que “agrada um público suficientemente abrangente”. 

 melodia: é a voz principal da música, uma sequência de notas musicais, 

geralmente coincidindo com aquilo que é cantado; 

 harmonia: é um conjunto de notas musicais que formam a base para a 

melodia, provocando uma determinada sensação ou percepção (por exemplo, 

alívio, tensão, alegria e tristeza); e 

 ritmo: é a base temporal de uma música. Ele determina as pulsações básicas 

(andamento), bem como o padrão temporal (compasso) de uma música. 
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Os instrumentos (e mesmo a voz) que compõem uma música podem ser tocados de 

diversas maneiras, mas, em geral, eles podem ser excitados de forma mais abrupta 

ou de forma mais suave, o que dá origem a dois tipos de sons diferentes: 

 percussivos: são aqueles que possuem um início rápido e marcante de suas 

notas (por exemplo, os gerados por bateria, percussão, xilofone, piano, violão, 

guitarra, marimba e as consoantes da voz). Enfim, sons de todos os 

instrumentos que comecem suas notas pela ação de algum tipo de baqueta, 

martelo, palheta e assemelhados, ou que sejam tocados de forma abrupta; e 

 não-percussivos: são aqueles que produzem notas com um início mais lento e 

gradual (por exemplo, os gerados por flauta, violino, oboé, trombone e as 

vogais da voz). Enfim, sons de todos os instrumentos que comecem suas 

notas pela ação de um arco, sopro e assemelhados, ou que sejam tocados de 

forma suave. 

Os hard onsets originam-se dos sons percussivos, enquanto os soft onsets vêm dos 

sons não-percussivos. Esses termos são usados de modo intercambiável no texto. 

O conjunto de notas musicais mais utilizado no mundo é o da escala cromática, 

composta pelas 12 notas do Quadro 1, que traz os seus nomes e as suas 

correspondentes siglas (letras de A a G). Essas notas se repetem nessa sequência 

para a direita (notas mais altas – mais agudas) e para a esquerda (notas mais 

baixas – mais graves) (DESCOMPLICANDO A MÚSICA, [s.n.t.]). 

Quadro 1 – Notas musicais da escala cromática 

Nomes das notas dó 
dó♯ 

ré♭ 
ré 

ré♯ 

mi♭ 
mi fá 

fá♯ 

sol♭ 
sol 

sol♯ 

lá♭ 
lá 

lá♯ 

si♭ 
si 

Siglas das notas C 
C♯ 

D♭ 
D 

D♯ 

E♭ 
E F 

F♯ 

G♭ 
G 

G♯ 

A♭ 
A 

A♯ 

B♭ 
B 

Fonte: Elaborado pelo autor. 

Nota: algumas notas possuem dois nomes, um com o uso de  (sustenido) e outro com o uso de  
(bemol). Elas estão com fundo preenchido, de modo a imitar parte do teclado de um piano. 

A altura da nota guarda relação com frequência, enquanto a intensidade com que 

ela é tocada guarda relação com amplitude (ou volume) na forma de onda gerada. O 

Quadro 2 traz a frequência das notas audíveis, ou seja, na faixa de 20 a 20000 Hz. 
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Quadro 2 – Frequência fundamental de todas as notas musicais audíveis 

Notas 
E F 

F♯ 

G♭ 
G 

G♯ 

A♭ 
A 

A♯ 

B♭ 
B C 

C♯ 

D♭ 
D 

D♯ 

E♭ Oitava 

10 10548 11175 11840 12544 13290 14080 14917 15804 16744 17740 18795 19912 

9 5274 5588 5920 6272 6645 7040 7459 7902 8372 8870 9397 9956 

8 2637 2794 2960 3136 3322 3520 3729 3951 4186 4435 4699 4978 

7 1319 1397 1480 1568 1661 1760 1865 1976 2093 2217 2349 2489 

6 659,3 698,5 740,0 784,0 830,6 880,0 932,3 987,8 1047 1109 1175 1245 

5 329,6 349,2 370,0 392,0 415,3 440,0 466,2 493,9 523,3 554,4 587,3 622,3 

4 164,8 174,6 185,0 196,0 207,7 220,0 233,1 246,9 261,6 277,2 293,7 311,1 

3 82,41 87,31 92,50 98,00 103,8 110,0 116,5 123,5 130,8 138,6 146,8 155,6 

2 41,20 43,65 46,25 49,00 51,91 55,00 58,27 61,74 65,41 69,30 73,42 77,78 

1 20,60 21,83 23,12 24,50 25,96 27,50 29,14 30,87 32,70 34,65 36,71 38,89 

Fonte: Elaborado pelo autor. 

Notas: A literatura musical não apresenta consenso sobre a numeração das oitavas. Neste trabalho, 
convencionou-se numerar as 10 oitavas audíveis com os numerais 1 a 10, com cada oitava 
começando com a nota E (mi) e terminando com a nota D  (ré sustenido). 
Células com fundo preenchido são as frequências de um piano tradicional com 88 teclas (A1 a 
C8). Células com fundo verde claro são as frequências de um violão de seis cordas com 19 
casas (E3 a B6), onde valores em vermelho indicam as frequências das seis cordas soltas. 
O lá padronizado (A5) está em negrito, em exatos 440 Hz. 

O intervalo entre notas homônimas vizinhas é chamado de oitava e há uma relação 

de Progressão Geométrica (PG) com razão igual a 2 entre as frequências dessas 

notas (DESCOMPLICANDO A MÚSICA, [s.n.t.]), evidenciada no Quadro 2. 

O intervalo entre notas imediatamente vizinhas é chamado de semitom, e assim 

como a oitava, também segue uma relação de PG (DESCOMPLICANDO A MÚSICA, 

[s.n.t.]). Como há 12 notas numa oitava, a razão é igual a 

059463,12oitava 1semitom 1 1212  . (5) 
 

Os intervalos de semitom são subdivididos em 100 cents (os afinadores eletrônicos 

de instrumentos musicais mostram os desvios em relação à afinação ideal em cents) 

e também há uma PG entre as frequências de cents vizinhos, com razão igual a 

00057779,122semitom 1cent 1 1200100 12100  . (6) 
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A International Organization for Standardization (ISO), em sua norma ISO 16:1975, 

padronizou em 440 Hz a frequência da nota lá (A5) que fica à direita do dó central do 

piano (C4). Então, conhecendo a escala cromática, basta usar as razões de oitava e 

semitom para calcular a frequência de qualquer nota musical a partir de A5. 

Exemplos: frequênciaC8 = frequênciaA5 x 23 x 1,0594633 = 4186 Hz, pois C8 está três 

oitavas e três semitons acima de A5, e frequênciaE3 = frequênciaA5 / 2
2 / 1,0594635 = 

82,41 Hz, pois E3 está duas oitavas e cinco semitons abaixo de A5. 

Vários instrumentos e mesmo a voz permitem modular rapidamente (algumas vezes 

por segundo) a altura e/ou a intensidade da nota musical gerada, dando origem aos 

chamados efeitos de vibrato e trêmolo, respectivamente. Mesmo naqueles que não 

permitem (por exemplo, no piano), um efeito similar ao vibrato, chamado de trinado, 

é obtido ao alternar rapidamente entre duas notas vizinhas da escala cromática. 

Esses efeitos são bem conhecidos na literatura sobre o tema deste trabalho, pois 

têm o poder de trazer prejuízos na detecção de onsets (BÖCK; WIDMER, 2013a). 

Vale também mencionar que as músicas são tocadas em tonalidades (por exemplo, 

em dó maior ou C, mi bemol maior ou E m, sol menor ou Gm e lá sustenido menor 

ou A m) e que isso implica dizer que, dentro da escala cromática, sete notas (as 

pertencentes à tonalidade) aparecem mais do que as cinco remanescentes (as que 

não pertencem à tonalidade, chamadas de acidentes) (DESCOMPLICANDO A 

MÚSICA, [s.n.t.]). Traduzindo, isso significa que num trecho musical com mesma 

tonalidade, 7 / 12 ≈ 58,33% das notas (as da tonalidade) terão grande probabilidade 

de ocorrerem, enquanto 5 / 12 ≈ 41,67% das notas (os acidentes) terão baixa 

probabilidade de ocorrerem. Adicionalmente, os acidentes estão mais ou menos 

igualmente espaçados entre as notas da tonalidade (na mesma proporção e 

sequência que as teclas pretas estão espaçadas entre as teclas brancas num 

piano). Essas informações sobre as probabilidades e o espaçamento dos acidentes 

podem ser úteis nos processos decisórios de várias tarefas da MIR. 

Outro elemento importante, da harmonia musical, é o acorde, que é o nome dado à 

união de três ou mais notas musicais tocadas em conjunto. Há milhares de 

combinações de notas, dando origem a inúmeros acordes. Cada acorde tem um 

nome e, assim como notas e tonalidades, uma sigla (a chamada “cifra”, comum em 

cadernos com músicas para violão) (DESCOMPLICANDO A MÚSICA, [s.n.t.]). 
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Os acordes podem ser executados tocando-se todas as notas simultaneamente (em 

instrumentos com teclados, por exemplo), quase simultaneamente (palhetadas em 

guitarra, por exemplo) ou através de sequências rítmicas variadas (chamados de 

arpejos; dedilhados em violão, por exemplo) (DESCOMPLICANDO A MÚSICA, 

[s.n.t.]). Nos primeiros casos, o acorde deve ser detectado como um único onset, 

mas em arpejos, cada nota deve ser detectada como um onset individual. Um 

parâmetro temporal deve ser considerado para separar essas duas situações. 

2.2.1.1 Partitura 

A partitura é uma maneira de representar a música na forma escrita. Dentre todas as 

maneiras existentes (por exemplo, cifras e tablaturas) é a mais completa, pois ela 

guarda informações objetivas acerca da altura e da temporalidade (isto é, do início e 

da duração) de cada nota, da tonalidade, da velocidade (chamada de andamento ou 

tempo) e do ritmo com que a música deve ser conduzida (chamado de compasso). 

Também há possibilidades de indicações subjetivas, tais como intensidade sonora 

(chamada de dinâmica) e variação na velocidade, entre outras (DESCOMPLICANDO 

A MÚSICA, [s.n.t.]). De todas essas informações, três são as mais pertinentes na 

detecção de onsets: a altura e a temporalidade das notas e o andamento da música. 

A altura de uma nota é definida, na partitura, pela posição vertical da cabeça (a 

bolinha) da figura musical que representa essa nota (Figura 3). Quanto mais 

posicionada acima, mais aguda é a nota e quanto mais posicionada abaixo, mais 

grave é a nota (DESCOMPLICANDO A MÚSICA, [s.n.t.]). 

Figura 3 – Exemplo de partitura 

 

Fonte: (DESCOMPLICANDO A MÚSICA, [s.n.t.]). 
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No caso da Figura 3, há oito notas diferentes, pois cada uma ocupa uma posição 

vertical diferente na partitura. A nota mi, por exemplo, está posicionada sobre a 

primeira linha, enquanto a nota lá está posicionada entre a segunda e a terceira 

linhas (isto é, no segundo espaço). O segundo dó, que está posicionado entre a 

terceira e quarta linhas (isto é, no terceiro espaço), está uma oitava acima do 

primeiro dó, que está posicionado numa linha suplementar abaixo da primeira linha. 

Já a temporalidade de uma nota é parcialmente definida, na partitura, pelo desenho 

da figura musical que representa essa nota. A Figura 4 mostra as principais figuras 

musicais utilizadas, onde fica evidente que o único elemento comum é a existência 

da cabeça (necessária para determinar a altura da nota, como já mencionado). 

Figura 4 – Principais figuras musicais, com seus nomes e durações relativas 

 

Fonte: (DESCOMPLICANDO A MÚSICA, [s.n.t.]). 

A duração relativa de cada uma das figuras musicais é dada pelo seu desenho e 

segue uma PG de razão 2 (da mais curta para a mais longa), conforme Figura 4. 

Isso significa que a duração de uma mínima é a mesma que a de quatro colcheias, e 

que “cabem” oito fusas numa semínima, por exemplo. Outras durações relativas 

fugindo ao fator 2, muito presente na música, também podem ser obtidas através de 

outros elementos, tais como ligaduras, pontos de aumento e de diminuição e 

quiálteras. As pausas (momentos de silêncio na música) funcionam de maneira 

análoga e possuem suas próprias figuras (DESCOMPLICANDO A MÚSICA, [s.n.t.]). 

Porém, a duração absoluta de cada nota só fica bem determinada ao associar a sua 

figura musical com o andamento, ou tempo, que é especificado em Batidas Por 

Minuto (BPM). Geralmente, no início da partitura, há uma figura musical seguida de 

um sinal de igualdade e um número indicativo do tempo. Por exemplo, se há 𝅘𝅥 = 120, 

indica que em um minuto de música haverá 120 semínimas. Logo, uma semínima 

dura meio segundo e uma mínima, por exemplo, dura um segundo 

(DESCOMPLICANDO A MÚSICA, [s.n.t.]). 
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2.2.2 Mascaramento 

Mascaramento é um fenômeno psicoacústico que ocorre quando a percepção de um 

som é afetado pela presença de outro som. Por exemplo: vozes baixas são 

suficientes para manter uma conversa na calçada de uma rua quieta, mas se um 

caminhão passar, a conversa será prejudicada e terá que esperar a saída do 

caminhão ou as vozes precisarão aumentar seu volume. Na música ocorre o 

mesmo, onde um instrumento mais forte pode mascarar outro que está tocando em 

níveis mais baixos de volume (FASTL; ZWICKER, 2007). 

Há vários tipos de mascaramento na audição humana: mascaramento por ruído 

(exemplo do caminhão no parágrafo anterior), por tons simples ou tons complexos 

(exemplo do instrumento mais forte no parágrafo anterior) e mascaramento temporal, 

por exemplo. Na detecção de onsets, é necessário levar em conta, principalmente, o 

mascaramento temporal. 

Quando vários instrumentos deveriam tocar no mesmo instante, mas não o fazem 

devido a uma pequena falta de sincronismo entre os músicos, pode ocorrer o 

mascaramento temporal. Isso porque a audição humana tolera os pequenos desvios 

temporais e acaba percebendo um único evento auditivo, embora de fato haja 

múltiplos eventos (FASTL; ZWICKER, 2007). 

Outro exemplo típico que deve ser interpretado como um evento único é o caso de 

uma palhetada rápida para tocar um acorde num violão ou guitarra. Na realidade, as 

cordas são tocadas com a palheta uma após a outra numa rápida sucessão de 

poucos milissegundos, mas o ouvido percebe o acorde apenas como uma única 

entidade sonora. 

Portanto, um algoritmo de detecção de onsets deve ser capaz de lidar com 

pequenas assincronias como se fossem eventos sincronizados. 
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2.2.3 Sinais de Áudio 

Sinais de áudio são formas de onda unidimensionais que variam ao longo do tempo. 

A velocidade com que amplitude e frequência mudam classifica um sinal, dentro da 

realidade musical, como: 

 sinal não-estacionário: possui variações de amplitude e/ou frequência muito 

significativas em um curto intervalo de tempo, alguns poucos milissegundos; 

 sinal quase-estacionário: possui variações de amplitude e/ou frequência 

pouco significativas em um intervalo de tempo mediano, da ordem de 

dezenas de milissegundos a alguns segundos; e 

 sinal estacionário: sinal que possui variações de amplitude e/ou frequência 

insignificantes em um longo intervalo de tempo, de vários segundos ou mais. 

Além disso, quando um sinal muda de maneira aleatória no tempo (caso de ruídos e 

sibilâncias, por exemplo) ele também é classificado como estocástico. 

Na música, há uma sequência alternante de momentos de instabilidade e de 

estabilidade. As instabilidades ocorrem em curtos intervalos de tempo, sendo não-

estacionárias, e estão referenciadas ao longo do texto como “transições”, 

“interrupções”, “anomalias”, “instabilidades”, “transientes”, “paradas”, “ataques” ou 

qualquer outro termo que remeta a uma mudança rápida. As estabilidades ocorrem 

em intervalos bem mais longos, entre as instabilidades, sendo quase-estacionárias, 

e são todos os demais momentos da música. Este trabalho não lida com sinais 

estacionários, pois eles não possuem onsets, por natureza. 

Os sinais de áudio mais simples são o silêncio absoluto (uma sequência com 

amplitude zero) e as senoides puras de amplitude constante. Porém, na prática, os 

sinais de áudio são muito mais complexos. A produção de uma música percorre 

várias etapas, desde artistas tocando seus instrumentos, passando por efeitos, 

mixagem e masterização, até chegar à versão final, com a música dividida em 

canais de áudio, sendo cada canal um sinal de áudio composto bastante complexo. 

Vale lembrar que o sistema auditivo humano percebe frequências entre 20 e 20000 

Hz. Então, neste trabalho, serão utilizados sinais apenas nesse espectro audível. 
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2.2.4 Série Harmônica 

Na física, a série harmônica é o conjunto de ondas cujas frequências são a 

frequência fundamental e os múltiplos inteiros dessa frequência, seguindo a fórmula 

1fnfn  , (7) 
 

onde fn é a frequência da n-ésima harmônica da série com a fundamental f1. Isso 

ocorre nos osciladores harmônicos e também em vários instrumentos musicais, o 

que quer dizer que a geração de uma nota musical resulta não somente na sua 

frequência relacionada no Quadro 2, mas também em outras, as harmônicas. O 

Quadro 3 mostra o início da série harmônica da nota A3, um lá de 110 Hz. 

Quadro 3 – Série harmônica da nota A3 (f1 = 110 Hz) 

Harmônica 
n 

Frequência 
fn 

(Hz) 
Nota 

Frequência 
f1 da Nota 

(Hz) 
∆% ∆c 

1 110 A3 110,0 0 0 

2 220 A4 220,0 0 0 

3 330 E5 329,6 0,11 2,0 

4 440 A5 440,0 0 0 

5 550 C#5 554,4 –0,79 –13,7 

6 660 E6 659,3 0,11 2,0 

7 770 G6 784,0 –1,78 –31,2 

8 880 A6 880,0 0 0 

9 990 B6 987,8 0,23 3,9 

10 1100 C#6 1109 –0,79 –13,7 

11 1210 D#6 1245 –2,77 –48,7 

12 1320 E7 1319 0,11 2,0 

13 1430 F7 1397 2,37 40,5 

14 1540 G7 1568 –1,78 –31,2 

Fonte: Elaborado pelo autor. 

Nota: A3 possui 181 frequências audíveis em sua série harmônica. A terceira coluna mostra a nota 
que mais se aproxima da harmônica e a quarta mostra a frequência fundamental dessa nota. As 
colunas cinco e seis mostram os desvios porcentuais e em cents. 
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É bastante intrigante observar que várias frequências harmônicas são próximas das 

fundamentais de notas diferentes da original. Por exemplo, a 3ª e 6ª harmônicas de 

A3 são muito perto das notas E5 e E6, a 5ª harmônica é perto da nota C 5 e a 7ª 

harmônica está mais próxima da nota G6. A 11ª e a 13ª harmônicas caem bem fora 

(quase 50 cents – meio semitom) de notas reais. Isso poderia resultar num caos 

musical, não fosse o fato de as harmônicas iniciais produzirem notas que soam 

auditivamente consonantes com a nota original, e de as harmônicas irem geralmente 

decrescendo rapidamente em amplitude conforme o multiplicador n em (7) aumenta. 

Ou seja, as harmônicas dissonantes são bem mais fracas e inaudíveis. 

A característica que possibilita distinguir um instrumento de outro, o timbre, resulta 

de intensidades relativas diferentes entre as frequências da série harmônica. Ou 

seja, mesmo que a fundamental esteja com a mesma amplitude, as harmônicas 

estarão em amplitudes diferentes, caracterizando cada instrumento. 

Em instrumentos mais percussivos, apesar de vários deles serem afinados com base 

em notas da escala cromática, o comportamento da forma de onda é mais 

estocástico. Isso se deve tanto ao impulso inicial, promovido pelo músico no 

instrumento para fazer iniciar o som, quanto às características de rigidez do corpo 

vibrante que o emite. 

Como exemplo, um baterista, ao tocar num prato, introduz um impulso nesse 

instrumento. O prato, por sua vez, vibra em toda a sua extensão e, devido a sua 

rigidez física, não gera uma série harmônica, mas sim um padrão mais estocástico 

que se assemelha a um ruído branco numa faixa de frequências no extremo superior 

do espectro audível. Já num bumbo, também haverá o impulso inicial, estocástico, 

mas devido ao seu corpo ser mais elástico (uma pele), após o momento inicial ele 

vibrará de maneira mais harmônica. 

Em síntese, comportamentos mais harmônicos sugerem frequências (e amplitudes) 

bem definidas e comportamentos mais estocásticos levarão a uma série de 

frequências (em geral, inúmeras) que não está bem definida, ou seja, é aleatória 

tanto nas frequências em si, quanto nas amplitudes. 



53 

2.2.5 Espectrogramas 

O espectrograma é um gráfico com a representação espectral de um sinal de áudio. 

Ele pode ser obtido por algoritmos que calculam a STFT, que requer alguns 

parâmetros: o tipo de janela, o tamanho da janela e o porcentual de sobreposição. 

Alguns algoritmos permitem também a escolha dos bins de frequências. Escolhendo 

apropriadamente esses quatro parâmetros, o espectrograma terá uma boa 

resolução. Más escolhas gerarão um espectrograma com baixa resolução, com 

prováveis prejuízos em resultados que dependam de sua análise (DUXBURY et al., 

2004). A Figura 5 mostra um espectrograma típico com boa resolução. 

O tamanho da janela e o porcentual de sobreposição determinam o tamanho do 

quadro, que passa a ser a unidade temporal mais elementar, conforme 

 
sf

ãosobreposiç
 janelatamanho da quadrotamanho do 




100

100
, (8) 

 

onde fs é a frequência de amostragem, em kHz, e o tamanho da janela está em ms, 

resultando em tamanho do quadro em amostras (ou em ms, sem multiplicar por fs). A 

frequência de amostragem será mantida constante neste trabalho. Dessa forma, o 

espectrograma terá uma escala de tempo linear no eixo x, dada em quadros. 

Nos casos da frequência (eixo y) e da magnitude (cor representando o eixo z) é 

importante considerar que esse gráfico é destinado à análise de sinais de áudio tais 

como percebidos pelo sistema auditivo humano. Por isso, devem-se utilizar eixos 

logarítmicos para a frequência e para a magnitude, seguindo a psicoacústica do 

ouvido humano (FASTL; ZWICKER, 2007). 

Os espectrogramas apresentam visualmente, de modo bastante evidente, quatro 

grupos principais de informações (JOHNSON, 2008): 

 linhas verticais: resultado de impulsos nos instrumentos para iniciar as notas; 

 linhas horizontais: correspondem às séries harmônicas das notas; 

 névoa global: corresponde ao ruído de fundo; e 

 borrões localizados: correspondem às sibilâncias e ressoares estocásticos. 
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A Figura 5 apresenta ocorrências dos três primeiros grupos. Trata-se de um trecho 

instrumental polifônico executado em piano, no qual há duas sequências de cinco 

onsets indicadas pelas chaves (as setas verdes assinalam todos os 10 onsets). 

Figura 5 – Aspecto típico de um espectrograma 

 

 

Fonte: Elaborado pelo autor. 

Nota: O eixo x foi deixado com o tempo em segundos para facilitar comparações. Trechos 
digitalizados de áudio (forma de onda em azul, acima) possuem tempo em amostras, enquanto 
espectrogramas (abaixo) possuem tempo em quadros. Isso se repetirá nas demais figuras. 

A primeira sequência possui linhas verticais bem evidentes, que correspondem à 

resposta sonora do piano no instante em que os martelos internos batem nas cordas 

do piano, devido ao pressionar das teclas. Assim, as linhas verticais são fortes 

indicativos de onsets. Porém, quando o som dos instrumentos não é percussivo, as 

linhas verticais não aparecem no espectrograma. Nesse caso, é o início das linhas 

horizontais que indica a presença de um onset. Note, na Figura 5, que a segunda 

sequência de onsets não está com as linhas verticais tão evidenciadas quanto as da 

primeira sequência. Isso ocorreu nesse caso porque o músico tocou a segunda 
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sequência pressionando as teclas do piano mais suavemente (a forma de onda 

evidencia isso pela amplitude menor), o que minimizou o impacto dos martelos nas 

cordas do piano, reduzindo sua resposta impulsiva. Mas mesmo que as linhas 

verticais não existissem, percebe-se que as linhas horizontais se desencontram (há 

séries harmônicas diferentes), indicando que há onsets nesses instantes. Ainda 

nessa figura, o quadrante superior direito evidencia a névoa de pontos homogênea 

que permeia quase todo o espectrograma, que é o ruído de fundo (notar a diferença 

ao silêncio absoluto, que é a faixa vertical completamente preta à esquerda). 

Como o eixo vertical é de frequência e o horizontal é de tempo, a partir das 

frequências das linhas horizontais pode-se obter a altura das notas que estão sendo 

tocadas, de modo similar a uma partitura (vide teclado na Figura 5), e medindo as 

distâncias horizontais entre os onsets encontram-se as durações das notas. 

A Figura 5 evidencia também o poder do espectrograma em relação à forma de 

onda no domínio do tempo. Na forma de onda, o primeiro onset da segunda 

sequência tem a amplitude tão pequena que chega a ser menor do que vários picos 

do final da primeira sequência, que não são onsets. Também, analisando-se 

somente a forma de onda, o quarto onset da segunda sequência poderia ser 

apontado incorretamente no instante apontado pela seta vermelha, quando o 

instante correto está indicado pela linha guia verde. 

Um segundo exemplo pode ser visto na Figura 6, que mostra um trecho de música 

comercial que foi bastante comprimido em amplitude. Trata-se do início do refrão da 

música Chandelier, no qual a cantora Sia entoa “I’m gonna swing from the 

chandelier, from the chandelier”, em 11,05 segundos, quatro compassos de quatro 

semínimas a ~86,9 BPM. Devido à forte compressão, o envelope da forma de onda 

é praticamente constante e não revela praticamente nada acerca dos onsets. Já no 

espectrograma, percebem-se diversos padrões verticais e horizontais, dando 

condições à detecção de onsets. 

Antes de mencionar os onsets, o espectrograma da Figura 6 mostra também as 

pequenas anomalias de alta frequência (em vermelho) originadas do codificador 

utilizado para compressão de dados com perdas nessa música, o Advanced Audio 

Coding (AAC), à taxa (ou qualidade) de 125 kb/s (quilobits por segundo). 
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Figura 6 – Espectrograma de trecho de uma música comercial 

 

 

Fonte: Elaborado pelo autor. 

A Figura 7 repete o espectrograma, indicando alguns dos onsets mais evidentes. 

Figura 7 – Espectrograma com indicativos de onsets 

 

Fonte: Elaborado pelo autor. 

Nota: Os eixos foram removidos para viabilizar espaço para a indicação da letra e dos onsets. 
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O bumbo da bateria, um instrumento percussivo que gera baixas frequências, 

aparece na forma de vírgulas invertidas horizontalmente e nesse trecho da música 

ele segue um padrão rítmico bem definido, com cinco batidas em cada compasso, 

marcados no espectrograma em “x” vermelhos, num total de 20 onsets. O prato da 

bateria gera um borrão estocástico longo em altas frequências (delimitado com uma 

forma “D” vermelha e tracejada), e tem uma única atuação bem no início do trecho, 

marcado também com um “X” vermelho no alto do espectrograma. A caixa da 

bateria, também percussiva, mas gerando um borrão estocástico curto na parte 

superior do espectro (também em formato similar à letra D, estreito em roxo 

tracejado na primeira aparição), também segue um padrão rítmico bem definido 

nesse trecho da música, com duas batidas por compasso, marcados com “x” 

vermelhos logo acima da metade do espectro, num total de oito onsets. Também é 

possível visualizar dezenas de ocorrências curtas de um chimbau bem fechado de 

bateria, percussivo e estocástico em altas frequências, que aparecem na forma de 

linhas verticais bem estreitas na parte superior do espectro, entre as batidas do 

prato e caixas (seis delas estão indicadas com setas vermelhas). Em fonte roxa, 

estão sinalizadas as durações dos compassos, a subdivisão do terceiro compasso 

em semínimas e, mais acima, a indicação de oito semicolcheias (lembrando: 

1𝅘𝅥 = 4𝅘𝅥𝅯), evidenciando que os onsets de chimbau seguem essa duração. 

Com relação ao vocal da cantora, foram marcados na parte superior do espectro, 

onde estão mais evidentes, os sons dos “s”, “f” e “ch” da letra da música. O primeiro 

“f” aparece em conjunto com o som de uma batida de caixa da bateria, ficando um 

pouco mascarado, mas o segundo, por ter sido cantado propositalmente um pouco 

atrasado, está bastante evidente. Todas essas consoantes sibilantes aparecem 

como borrões na parte superior do espectro, geralmente como faixas verticais 

estreitas. O restante da letra está marcado no terço de baixo no espectro, nos locais 

mais evidentes, e onde geralmente se concentram as frequências fundamentais dos 

vocais. Notar que os sons da vogal “i” formam quatro longas séries harmônicas 

(sinalizadas com reticências, “I...” e “i...”, e destacadas com retângulos azulados), 

onde as duas finais possuem quantidade diferente de frequências harmônicas com 

relação as duas primeiras. Isso é um forte indício de que a cantora usou o recurso 

do falsete (mudança do timbre da voz para alcançar notas mais agudas, através do 

reposicionamento de estruturas vocais). 
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Neste ponto, deve estar bastante clara a motivação para o uso de espectrogramas 

neste trabalho. Nenhuma outra ferramenta consegue evidenciar tantas informações 

de modo tão claro. Segue uma relação de suas principais vantagens: 

 fácil visualização de conceitos musicais, incluindo altura e duração das notas; 

 fácil visualização dos componentes da série harmônica; 

 imunidade à compressões na amplitude da forma de onda; 

 facilidade para amplificar, atenuar e filtrar frequências (vide subseção 2.2.6); e 

 possibilita identificar arquivos tratados com codificação com perdas. 

Entretanto, o espectrograma ainda não é a ferramenta perfeita, pois também há 

algumas desvantagens: 

 menor resolução temporal, porque transforma amostras em quadros; 

 a resolução é bem sensível à escolha dos parâmetros (tipo e tamanho da 

janela, sobreposição e quantidade de bins de frequências); e 

 a resolução não é uniforme para as notas musicais, sendo melhor para as 

notas mais agudas e pior para as mais graves. Isso se deve ao espaçamento 

linear dos bins de frequência contra o espaçamento logarítmico das notas 

musicais. Dependendo dos parâmetros usados, várias notas mais graves 

podem ficar dentro do mesmo bin de frequências. Para piorar, aumentar o 

tamanho da janela para obter mais bins de frequências a fim de separar as 

notas graves não resolve a contento, pois nesse caso perde-se mais 

resolução temporal. 

2.2.6 Processamento Digital de Imagens 

O PDI é um processamento de dados no qual a entrada e a saída são imagens 

digitais. Ele é utilizado quando se deseja aprimorar uma imagem para torná-la mais 

apropriada para outros estágios de processamento. Alguns exemplos de técnicas de 

PDI são a conversão de imagens coloridas em imagens em escala de cinzas, a 

redução de ruídos e a detecção de bordas. 
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Em PDI, uma máscara (kernel) é uma pequena matriz usada para filtrar ou realçar 

algum aspecto da imagem. Os valores dessa matriz dependem do aspecto de 

interesse sobre o qual se pretende agir. Há máscaras para desfocar (blur), aumentar 

a nitidez, reduzir ruído e detectar bordas, por exemplo. Através da aplicação de 

convolução da máscara na imagem, os elementos indesejados são eliminados (ou 

minimizados) enquanto os demais são preservados (ou realçados). 

Dado que espectrogramas são imagens, o uso das técnicas de PDI deve ser 

encarado com naturalidade no seu tratamento, bastando escolher a máscara 

apropriadamente. A disponibilidade do ferramental de PDI é mais uma vantagem 

que espectrogramas têm sobre outras técnicas de detecção de onsets. 

Além disso, a aplicação de filtros em frequência é particularmente simples de fazer. 

Um filtro passa-baixas ideal, por exemplo, é feito simplesmente descartando as 

linhas superiores e mantendo apenas as linhas inferiores da imagem do 

espectrograma, onde estão os bins de frequência mais baixa. Os demais tipos de 

filtros (passa-altas, passa-faixa e rejeita-banda) são igualmente simples, e não há a 

menor necessidade de fazer projeto de filtros ou verificar estabilidade pelos polos de 

funções de transferência, por exemplo. 

Este trabalho utiliza técnicas de detecção de bordas e de redução de ruídos. Uma 

máscara bastante popular para a detecção de bordas verticais em imagens é o 

operador de Prewitt [–1  0  +1]. Além de sua simplicidade, é importante observar, na 

sua aplicação, que a imagem inicial precisa ser completada com um ponto (pixel) 

extra à esquerda e à direita, para viabilizar a convolução da máscara nas bordas 

laterais – essa operação é chamada de padding. Além disso, o operador promove o 

deslocamento das bordas detectadas em um ponto para a esquerda. Dessa forma, a 

imagem final deverá sofrer duas compensações: o deslocamento de um ponto para 

a direita e a remoção do padding, para ficar com seu tamanho original. 

Para a redução de ruídos há várias máscaras disponíveis, como filtros de mediana e 

gaussianos, por exemplo. Contudo, a máscara [–1  ...  –1  0  +1  ...  +1] / N, onde N é 

o tamanho lateral da máscara (isto é, há N „–1‟s e N „+1‟s) é particularmente 

interessante, pois promove a minimização dos pontos de ruídos devido à sua 

característica de média (termo 1 / N) e generaliza o operador de Prewitt (caso com 
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N = 1). Para sua aplicação deve-se observar o padding de N pontos nas bordas 

laterais e, depois, deslocar o resultado um ponto à direita e remover o padding. 

2.2.7 Processamento Digital de Sinais 

O PDS é um processamento de dados no qual a entrada e a saída são sinais 

digitais. Consiste na análise e/ou modificação de um sinal, objetivando extrair 

informações ou torná-lo mais apropriado para outros estágios de processamento. O 

PDI está contido dentro do PDS e, além das técnicas utilizadas em PDI, outras 

bastante comuns em PDS são as análises estatísticas, a mineração de dados, a 

detecção de máximos e mínimos locais, a limiarização e as transformadas (por 

exemplo, Fourier e wavelets), dentre outras. 

Em sinais mais simples, as análises estatísticas, tais como média, desvio padrão e 

variância, podem revelar informações importantes acerca de seu comportamento ao 

longo do tempo. Também a identificação dos picos e vales (isto é, dos máximos e 

mínimos locais) do sinal, geralmente apontam casos especiais que identificam algum 

tipo de evento relevante. 

Entretanto, todo sinal está acompanhado de ruído, que por sua natureza aleatória, 

produz picos e vales espúrios no sinal. A limiarização é uma técnica que serve para 

separar os picos e vales espúrios dos genuínos e funciona como um patamar de 

separação entre eles. Quando o sinal ultrapassa um determinado limiar escolhido, 

entende-se de que há ali uma situação genuinamente relevante. 

Há sinais mais complexos, porém, que têm sua média, por exemplo, variando ao 

longo do tempo. Nesse caso, a limiarização não pode ser fixa, mas sim adaptativa. 

Isso quer dizer que também o limiar deve variar ao longo do tempo, acompanhando 

a estatística variável do sinal. 

Além disso, o processamento de alguns sinais muito complexos, tal como o sinal de 

áudio, pode demandar a transformação do domínio do tempo para o da frequência, 

conforme visto na subseção 2.2.5, possibilitando sua análise espectral. 
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3 METODOLOGIA 

Este capítulo apresenta um novo algoritmo para detecção de onsets, chamado de 

KFlux, e a metodologia dos testes nele realizados. Para isso, descreve 

detalhadamente cada uma das partes do algoritmo, relaciona seus parâmetros e 

como os mesmos variaram durante os testes, aborda a metodologia utilizada para a 

seleção da base de dados utilizada nos testes e descreve o critério utilizado para a 

avaliação dos testes, inclusive em um cenário adicional utilizando fusão. 

3.1 DESENVOLVIMENTO 

Em todo detector de onsets, a entrada é um vetor com o sinal de áudio no domínio 

do tempo, e a saída é um vetor com os instantes de tempo dos onsets detectados. 

Os algoritmos detectores de onsets seguem uma arquitetura geral de três estágios 

popular na literatura (BELLO et al., 2005): o sinal de áudio é opcionalmente pré-

processado (por exemplo, com filtro de remoção de ruídos) para realçar os onsets, 

após o que é reduzido e transformado na ODF, na qual um algoritmo de detecção de 

picos (peak-picking) é aplicado para localizar os onsets (Figura 8). 

Figura 8 – Arquitetura geral de detectores de onsets 

 

Fonte: Elaborado pelo autor, adaptado de: (EYBEN et al., 2010). 

Além disso, o estágio final, de detecção de picos, costuma ser subdividido em três: 

pós-processamento (por exemplo, com suavização para redução de ruídos, 

normalização e remoção da média), limiarização (fixa ou adaptativa) e na decisão 

final selecionando os onsets (BELLO et al., 2005). 
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3.1.1 Arquitetura 

Em linhas gerais, o algoritmo KFlux segue a mesma arquitetura tradicional, mas nos 

blocos no interior de cada um dos três estágios há algumas importantes diferenças. 

O algoritmo KFlux possui a arquitetura mostrada na Figura 9. 

Figura 9 – Arquitetura do algoritmo KFlux 

 

Fonte: Elaborado pelo autor. 

O estágio de pré-processamento transforma o sinal de áudio no espectrograma e 

opcionalmente aplica um filtro de frequências, deixando apenas as frequências de 

interesse. A introdução desse filtro sobre o espectrograma é uma das inovações 

deste trabalho. 

O estágio de redução aplica um filtro de gradiente horizontal, porém com a inovação 

de utilizar uma máscara de dissimilaridade baseada numa extensão do operador de 

Prewitt, o que propicia, ao mesmo tempo, a redução de ruídos, a detecção de linhas 

verticais (hard onsets) e a valorização do início das linhas horizontais (soft onsets) 

no espectrograma. Após isso, a imagem resultante é reduzida (no eixo y) tomando-

se sua média coluna a coluna, transformando-a na ODF. 

O estágio de detecção de picos é bem diferente do tradicional, realizando a 

limiarização adaptativa baseada no conceito inovador de proeminência e 

introduzindo um novo bloco para evitar detecções duplicadas de onsets (cuja 

ocorrência é muito comum) através do agrupamento de picos que estejam muito 

próximos uns dos outros. Adicionalmente, na saída desse estágio, além dos tempos 

dos onsets detectados, o algoritmo KFlux entrega também a intensidade em dB de 

cada um deles em sua saída. 

Além do processamento normal, seguindo a arquitetura proposta, um cenário 

utilizando fusão também foi avaliado neste trabalho. Esse cenário utiliza um 
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esquema já mencionado na subseção 2.1.2.3, combinando candidatos a onsets de 

múltiplas ODFs (TIAN et al., 2014a), conforme exemplifica a Figura 10. 

Figura 10 – Esquema de fusão para três ODFs 

 

Fonte: Elaborado pelo autor. 

Nesse cenário, múltiplas configurações de parâmetros do algoritmo KFlux são 

selecionadas, e o algoritmo executa cada uma delas seguindo a arquitetura até o 

final do bloco de limiarização por proeminência. Então, todos os picos candidatos a 

onsets resultantes das ODFs são reunidos numa única lista e submetidos ao bloco 

final de agrupamento. A inovação fica por conta de um processo externo auxiliar de 

otimização das configurações selecionadas, um algoritmo simples (embora não 

exaustivo) que encontra um máximo local para a medida F1 da fusão através de 

ajustes finos no parâmetro  (o limiar) das configurações. 

Segue um detalhamento de cada um dos blocos da arquitetura, bem como do 

cenário da fusão. 

3.1.2 STFT 

Este bloco é o responsável por obter a imagem do espectrograma a partir do sinal 

de áudio, através da aplicação da STFT. 

O algoritmo KFlux usa janelas de Hanning na STFT. Esse tipo de janela foi escolhido 

por apresentar resultados visivelmente melhores num programa comercial para 

visualizar os espectrogramas em várias resoluções e também por exibir um 

comportamento muito bom em relação às interferências (isto é, ao vazamento 

espectral) devidas a lóbulos laterais (NUTTALL, 1981). A Figura 11 evidencia que, 

nas mesmas condições de uso (no caso, 882 amostras na frequência de 



64 

amostragem 44,1 kHz, ou seja, janelas de 20 ms), a janela de Hanning possui um 

decaimento assintótico mais acentuado que a de Hamming e um lóbulo central mais 

estreito que a de Blackman, características que minimizam o vazamento espectral, 

deixando o espectrograma mais fiel ao sinal de áudio. 

Figura 11 – Comportamento espectral de alguns tipos comuns de janelas 

 

Fonte: Elaborado pelo autor. 

O tamanho e a sobreposição da janela foram deixados como parâmetros variáveis, 

respectivamente  e  (Tabela 2), pois a resolução do espectrograma é muito 

sensível a esses valores, e se pretende explorar a influência dos mesmos sobre a 

detecção de onsets de diferentes tipos de instrumentos. Como a frequência de 

amostragem é conhecida (da base de dados), reescreve-se (8) como 

 
1,44

100

100



 quadrotamanho do . (9) 

 

Para a escala do eixo das magnitudes, o algoritmo KFlux usa o decibel (dB), que é 

como as intensidades sonoras são percebidas, conforme a psicoacústica humana. 

Para o eixo das frequências, o algoritmo KFlux foi testado com três variantes: 

 escala linear em Hz: simplesmente dividiu-se a faixa de 20 a 20000 Hz em 

bins de frequências igualmente espaçados; 

 escala logarítimica baseada na escala Mel: convertendo os extremos audíveis 

para mels (O'SHAUGHNESSY, 1987) com 
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









700
1log2595 10

Hz
mel

frequência
frequência , (10) 

 

obtém-se 31,7 e 3816,9 mels. Dividindo-se essa nova faixa em bins 

igualmente espaçados e convertendo-os de volta para Hz, obtém-se uma 

escala logarítmica que se supõe mapear a psicoacústica humana melhor que 

uma escala linear; 

 escala logarítmica cromática: resulta da relação matemática entre as notas 

musicais (em (5)) e da frequência padronizada da nota A5 (440 Hz, no) 

Quadro 2), podendo ser calculada com 

  























5
12

2
1

2

25,27
log1log1 1212

Hz

E

Hz frequência

frequência

frequência
notanúmero da , (11) 

 

que gera o número da nota audível (de 1 a 120) seguindo as frequências do 

Quadro 2. Essa fórmula consolida a relação de frequências entre semitons e 

a padronização da ISO para a nota lá (A5). Ela basicamente conta o número 

de semitons ( 12 2 ) da frequência da primeira nota audível, a nota E1 (voltando 

cinco semitons à esquerda da nota A1, que está em exatos 440 / 24 = 

27,5 Hz) até a frequênciaHz, e soma 1. Essa escala mapeia a psicoacústica 

humana de forma musical, em contraste com a escala Mel, que foi obtida 

experimentalmente. 

A Figura 12 mostra o efeito da utilização de cada uma das escalas sobre o eixo 

vertical do espectrograma. Enquanto a escala linear mantém bins igualmente 

espaçados em termos de frequência, as escalas logarítmicas reduzem a quantidade 

de bins em altas frequências, para aumentar a quantidade em baixas frequências, 

para imitar a psicoacústica humana. Apesar da escala cromática mapear as notas 

musicais com fidelidade, não se deve esquecer que a região de baixas frequências é 

a que apresenta menor resolução em espectrogramas e, por isso, uma solução 

intermediária pode levar a melhores resultados na detecção de onsets. Nessa figura 

também consta a escala Bark, que assim como a escala Mel, foi obtida 

experimentalmente, mas é bem menos popular e não foi usada neste trabalho. 
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Figura 12 – Relação entre as escalas de frequências do espectrograma 

 

Fonte: Elaborado pelo autor. 

Com relação à quantidade de bins, o algoritmo KFlux usa 250 bins de frequências, 

um valor arbitrado para os testes iniciais, mas que também se pretende explorar sua 

influência sobre a detecção de onsets de diferentes tipos de instrumentos. 

Como exemplo de processamento deste bloco e dos seguintes, figuras em cada 

subseção mostram as saídas (neste bloco é mostrada também a entrada) para o 

extrato 18 da base de dados usada nos testes do algoritmo KFlux. Esse extrato 

contém um arpejo em piano tocado com bastante força. Esse arpejo é no acorde de 

fá maior e abrange um total de sete notas na sequência F3-A3-C3-F4-A4-C4-F5. A 

Figura 13 mostra a forma de onda do sinal de entrada no domínio do tempo (acima) 

e seu respectivo espectrograma, saída deste bloco (abaixo). 

Nesse caso, como não há compressão (a amplitude não atinge o fundo de escala: 

+1 ou –1), mesmo no domínio do tempo é fácil perceber os sete onsets porque há 

apenas uma única nota sendo tocada por vez (isto é, é uma trilha monofônica) e elas 

estão sendo tocadas com bastante força pelo pianista. 
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Figura 13 – Exemplo de processamento do bloco “STFT” 

 

 

Fonte: Elaborado pelo autor. 

O espectrograma dessa figura foi gerado considerando o eixo de frequências 

logarítmico baseado na escala Mel. Por isso, as séries harmônicas não estão com 

suas frequências em linhas horizontais igualmente espaçadas na vertical, estando 

mais juntas nas altas frequências e mais separadas nas baixas. Também é fácil 

visualizar os sete onsets e até mesmo os offsets correspondentes, mais ou menos 

1 s antes da próxima nota iniciar. Nos offsets, as séries harmônicas têm a maior 

parte de suas frequências interrompidas pela ação do mecanismo de abafamento da 

tecla do piano que deixou de ser pressionada. 

Percebe-se também que, mesmo antes dos offsets, as harmônicas mais altas se 

reduzem bem mais rapidamente que as harmônicas de médias e baixas frequências. 

Isso também ocorre em muitos outros instrumentos. Devido a isso, em momentos de 

calmaria nas músicas, a parte de altas frequências do espectrograma tende a ficar 

dominada pelo ruído de fundo, o que pode prejudicar a detecção dos onsets. 
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3.1.3 Filtro de Frequência 

Este bloco é o responsável por filtrar frequências no espectrograma a partir do 

espectrograma completo, através da aplicação de um filtro digital. O bloco foi 

motivado pelos diferentes tipos de onsets: para hard onsets o espectrograma com 

todas as frequências faz sentido, pois as linhas verticais cobrem todo o espectro, 

mas para soft onsets a faixa de frequências médias é mais razoável, pois é onde a 

energia das séries harmônicas dos instrumentos se concentra. 

O bloco introduz o parâmetro , que controla a atuação do filtro e possui três 

possibilidades: usar o espectrograma completo sem filtragem ( = “F”), aplicar um 

filtro passa-faixa na região das frequências médias ( = “M”) ou aplicar um filtro 

passa-faixa na região das frequências graves ( = “L”). Com  = “M” o bloco elimina 

os bins de frequência fora da banda de 4 kHz entre 160 e 4160 Hz, mantendo 

apenas as linhas da imagem do espectrograma que são dessa faixa de frequências. 

Com  = “L” as linhas do espectrograma fora da banda de 500 Hz entre 160 e 

660 Hz é que são eliminadas. As frequências de corte foram escolhidas a partir de 

observações experimentais. A Figura 14 mostra a saída deste bloco para  = “M”. 

Figura 14 – Exemplo de saída do bloco “Filtro de Frequência” 

 

Fonte: Elaborado pelo autor. 
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3.1.4 Filtro de Gradiente 

Este bloco é o responsável por manter as linhas verticais e realçar o início das linhas 

horizontais do espectrograma, minimizando todo o resto. 

Em experimentos preliminares com onsets percussivos, um filtro de gradiente 

horizontal com a máscara do operador de Prewitt [–1  0  +1] se mostrou bastante 

eficaz. Para utilizar esse operador, foi realizado o padding nas laterais esquerda e 

direita da imagem, com conteúdo repetido das respectivas bordas. Note que esse 

operador se assemelha ao numerador de (1) (vide subseção 2.1.2.1). 

Devido ao uso desse tipo de máscara diferencial, a faixa de valores na imagem 

filtrada é dobrada, com relação à original, e aparecem valores negativos. Para o 

caso de detecção de onsets, que são indicados pelo aumento nas magnitudes, 

valores negativos não importam, sendo descartados através da retificação de meia 

onda (vide (2) na subseção 2.1.2.1). 

Após o operador de Prewitt, a imagem filtrada indica todos os aumentos na 

magnitude em dB. Onde não houver aumento, estará zerado (isto é, em preto na 

imagem). Cada onset percussivo estará indicado com uma linha esbranquiçada 

vertical e cada onset não-percussivo estará indicado como pontos esbranquiçados 

alinhados na vertical, devido ao início de cada frequência da sua série harmônica. 

Porém, o ruído de fundo também aparecerá como pontos esbranquiçados, embora 

espalhados aleatoriamente na imagem. Portanto, em trechos com poucas séries 

harmônicas, o ruído se sobressai, pois ocupa maior área no espectrograma e acaba 

mascarando os onsets não-percussivos. Nesse caso, o operador de Prewitt não é 

uma boa opção. 

O algoritmo KFlux atua nesse problema utilizando uma máscara estendida baseada 

no operador de Prewitt, que realiza, ao mesmo tempo, a minimização dos ruídos e a 

valorização dos inícios das linhas horizontais. A máscara possui a forma 

N
K

1
 [–1  ...  –1  0  +1  ...  +1], (12) 

 



70 

onde K é a máscara estendida e N é o tamanho lateral (vide 2.2.6), outro parâmetro 

do algoritmo KFlux. Essa máscara é uma média das diferenças de longo (N) prazo. 

A Figura 15 mostra a saída deste bloco para o extrato 18 da base de dados do 

algoritmo KFlux, com N = 1 (isto é, com Prewitt, acima) e com N = 10 (abaixo). As 

linhas verticais dos onsets ficaram visíveis, enquanto as linhas horizontais sumiram 

por completo nas duas configurações. O ruído de fundo é menor e as linhas verticais 

são mais vívidas com a máscara estendida (N = 10, abaixo), e o início das séries 

harmônicas ficou tão realçado, que as linhas verticais ficaram pontilhadas com elas. 

Figura 15 – Exemplos de saída do bloco “Filtro de Gradiente” 

 

 

Fonte: Elaborado pelo autor. 

Nota: A nitidez das imagens foi exagerada para possibilitar a visualização do ruído. 
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Os benefícios da máscara estendida ocorrem porque os ruídos têm média zero 

(devido sua aleatoriedade) e o termo 1 / N justamente calcula essa média, 

resultando na minimização do ruído. Com relação à valorização do início da linha 

horizontal, basta acompanhar o exemplo: com a máscara posicionada antes do 

início da linha, o filtro gera valores próximos de zero (está posicionada apenas sobre 

o ruído de fundo); à medida que a máscara começa a se sobrepor na linha, os 

termos “+1” farão o filtro gerar valores cada vez maiores; com a máscara 

posicionada com seu centro no início da linha, o filtro atinge o valor máximo; à 

medida que a máscara se sobrepor mais na linha, os termos “–1” farão o valor 

diminuir cada vez mais; e com a máscara totalmente sobre a linha o valor do filtro 

voltará a ficar próximo a zero. 

Quanto maior o N, menos ruído de fundo permanecerá e maior será a valorização do 

início das linhas horizontais, mas menor será a resolução temporal. 

3.1.5 ODF 

Este bloco reduz a imagem bidimensional do bloco anterior a um sinal 

unidimensional, chamado na literatura de ODF, uma função para detectar os onsets. 

A obtenção da ODF é feita tirando a média do valor de todos os pixels para cada 

coluna da imagem do gradiente. Ou seja, a ODF é a média quadro a quadro do 

gradiente (obtido com a máscara estendida) do espectrograma. Desse modo, os 

quadros com linhas verticais visíveis (isto é, com muitos bins de frequências 

crescendo em magnitude) e com inícios de linhas horizontais na imagem do 

gradiente possuirão uma média mais elevada do que os quadros sem grandes 

mudanças na magnitude. É interessante notar que os valores da ODF também estão 

em dB, trazendo significado físico ao público que usará as indicações de onsets. 

A Figura 16 mostra a saída deste bloco superposta à imagem após o filtro de 

gradiente, onde fica bem perceptível que os maiores picos da ODF coincidem com 

as linhas verticais da imagem. O nível do ruído de fundo está bem abaixo desses 

picos. 
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Figura 16 – Exemplo de saída do bloco “Obtenção da ODF” 

 

Fonte: Elaborado pelo autor. 

Nota: A ODF foi reduzida em ~1,5 vezes para não prejudicar a visualização das linhas verticais. 

3.1.6 Limiarização por Proeminência 

A ODF possui picos que são possíveis candidatos a onsets. Porém, mesmo após as 

filtragens, os valores apresentam uma pequena oscilação em torno de um valor 

médio. A função deste bloco é separar os picos genuínos de onsets dessas 

pequenas oscilações. 

Para isso, este bloco utiliza uma limiarização adaptativa baseada no conceito de 

proeminência. Ao invés de calcular médias, medianas, desvios padrão ou variâncias, 

o algoritmo KFlux seleciona os picos candidatos a onsets baseado no quanto esses 

picos se destacam com relação à sua vizinhança. Desse modo, um pico isolado 

pequeno pode ser mais proeminente do que um que é alto, mas que está nas 

proximidades de um pico ainda maior. 

A Figura 17 mostra um sinal hipotético com seis picos e suas respectivas 

proeminências. Apesar de o quarto pico ser menor que o terceiro, ele é um 

candidato muito mais relevante, como sua proeminência evidencia. 



73 

Figura 17 – Limiarização adaptativa por proeminência 

 

Fonte: Elaborado pelo autor. 

Nota: Eixos omitidos por se tratar de um sinal hipotético. 

Uma vez que as ODFs do algoritmo KFlux são dadas em dB, as proeminências dos 

picos também estarão nessa unidade. Este bloco controla a limiarização através do 

parâmetro . Esse parâmetro funciona como um ajuste de sensibilidade para a 

intensidade dos onsets. Ou seja, apenas os picos com proeminência a partir de  é 

que são selecionados como candidatos a onsets. 

A Figura 18 mostra a saída deste bloco superposta à ODF, que evidencia que o 

limiar adaptativo por proeminência possibilita separar bem os 10 picos (x azuis) 

candidatos a onsets. Múltiplas detecções para o mesmo onset podem ocorrer devido 

a ruídos e assincronias, por exemplo (detalhe de uma dessas ocorrências no zoom). 

Figura 18 – Exemplo de saída do bloco “Limiarização” 

 

Fonte: Elaborado pelo autor. 
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3.1.7 Agrupamento 

Este bloco é o responsável por lidar com a questão psicoacústica do mascaramento 

temporal (vide subseção 2.2.2). Ele simplesmente agrupa os onsets que estiverem 

muito próximos uns dos outros em um onset único. 

Portanto, uma vez detectados onsets muito próximos, eles são agrupados com uma 

média ponderada de seus tempos e seus valores em dB. A Figura 19 evidencia isso, 

onde picos duplicados (azuis) muito próximos nos três primeiros onsets deram 

origem a três picos agrupados (verdes; detalhe de um deles no zoom). 

Figura 19 – Exemplo de saída do bloco “Agrupamento” 

 

Fonte: Elaborado pelo autor. 

Este bloco é controlado pelo parâmetro , que especifica a duração máxima do 

agrupamento em ms. Onsets dentro desse intervalo serão agrupados e esse 

parâmetro funciona como um ajuste de sensibilidade para a frequência de 

ocorrência dos onsets. 

O parâmetro , neste trabalho, foi mantido fixo com valor igual a 46,875 ms. Esse 

valor vem da duração de uma nota fusa tocada com um tempo de 160 BPM de 

semínima (vide subseção 2.2.1.1), que é uma nota muito curta tocada num 
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andamento muito rápido (músicos não têm muita precisão tocando mais rápido que 

isso). A fórmula é 

8

1100060





tempo
, (13) 

 

onde  estará em ms para um tempo musical dado em BPM de semínimas, 

lembrando que em uma semínima cabem oito fusas. 

A Figura 20 mostra que a ODF utilizada no exemplo detectou com perfeição todos 

os onsets da tabela verdade do extrato 18 sem falsos positivos, obtendo F1 = 1. Ou 

seja, os sete picos agrupados (x verdes) corresponderam perfeitamente aos da 

tabela verdade (bolinhas verdes) e não houve falsos negativos (bolinhas vermelhas) 

nem falsos positivos (x vermelhos). 

Figura 20 – Comparação dos onsets com a tabela verdade 

 

Fonte: Elaborado pelo autor. 

Este último bloco também é o responsável por entregar, em sua saída, o vetor com 

os instantes de tempo correspondentes aos onsets. Para isso, basta transformar o 

número dos quadros com os picos que sobreviveram ao agrupamento (os verdes, na 

Figura 19), em segundos ou outro múltiplo ou submúltiplo temporal qualquer. 

Adicionalmente, e em contraste com muitos detectores de onsets, o algoritmo KFlux 

entrega na saída não somente os instantes de tempo, mas também a intensidade 
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(isto é, a magnitude) de cada um dos onsets detectados, que é o valor da ODF em 

dB nos picos de onsets. Essa informação adicional pode ajudar outra tarefa MIR de 

mais alto nível a tomar decisões mais assertivas. 

Finalmente, a Tabela 1 mostra a saída final do algoritmo, com os instantes de tempo 

e as intensidades de todos os onsets detectados. 

Tabela 1 – Exemplo de saída do algoritmo KFlux 

# Tempo do Onset (s) Intensidade do Onset (dB) 

1 0,5642 30,0814 

2 3,8371 18,0878 

3 6,9919 19,4278 

4 9,8560 29,0665 

5 12,8640 29,5807 

6 15,5440 30,2966 

7 18,1200 29,6636 

Fonte: Elaborado pelo autor. 

3.1.8 Parametrização e Fusão 

A Tabela 2 sumariza os seis parâmetros do algoritmo KFlux e introduz os conjuntos 

de valores para cada um deles. Lembrando que o parâmetro  será mantido fixo. 

Através da escolha dos valores dos parâmetros há 12 x 5 x 30 x 3 x 8 x 1 = 43200 

diferentes configurações para o algoritmo. Cada uma dessas configurações dá 

origem a uma ODF com o potencial de detectar um conjunto de onsets diferente em 

seu resultado. Assim, a metodologia usada para testar o algoritmo KFlux é a 

avaliação de todas as configurações, escolhendo, ao final, aquela que apresentar o 

melhor desempenho. 
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Tabela 2 – Parâmetros do algoritmo KFlux 

Símbolo Descrição (unidade) Valores 

α Tamanho da janela (ms) 
5, 7, 10, 14, 19, 25, 32, 40, 50, 

60, 70, 80 

β Sobreposição (%) 0, 20, 40, 60, 80 

N Tamanho da máscara (quadros) 1 a 30, em passos de 1 

 Filtro de frequência do espectrograma “F”, “M”, “L” 

γ Limiar (dB) 2 a 5,5, em passos de 0,5 

 Duração de agrupamento (ms) 46,875 

Fonte: Elaborado pelo autor. 

Um cenário utilizando fusão também pode ser interessante, para considerar os 

diferentes tipos de instrumentos (e articulações nos mesmos) melhor do que uma 

única configuração. Como há apenas uma única arquitetura proposta, para 

conseguir heterogeneidade o cenário da fusão utiliza uma combinação de diferentes 

configurações, que dão origem a diferentes ODFs. Se as configurações escolhidas 

na fusão forem realmente heterogêneas, suas ODFs selecionarão diferentes picos 

candidatos a onsets (além de alguns em comum, naturalmente), complementando-

se umas às outras, e reduzindo a quantidade de onsets não detectados (FNs). 

Esse esquema aditivo de fusão traz os prós (os acertos, TPs) e os contras (os 

alarmes falsos, FPs) de todas as ODFs individuais. Portanto, uma estratégia é 

necessária para maximizar TPs e minimizar FPs. Testes preliminares mostraram que 

TPs tem um valor de intensidade (em dB) relativamente alto quando comparado com 

o dos FPs. Então, uma abordagem lógica para a fusão é aumentar um pouco o limiar 

 das configurações na fusão, esperando que as perdas de TPs de uma ODF sejam 

cobertas por outras ODFs da fusão, enquanto o total de FPs é reduzido. 

Com essa finalidade, um algoritmo de otimização externo ao algoritmo KFlux foi 

desenvolvido e, apesar de rudimentar (e não exaustivo), encontra um máximo local 

para a F1 da fusão através de testes com ajustes finos no  das configurações. Essa 

otimização tenta um  diferente para alguma das configurações da fusão e repete o 
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teste do algoritmo KFlux no cenário da fusão. Se F1 aumentar, ele muda ainda mais 

o  dessa mesma configuração. Quando F1 deixar de aumentar, ele passa para a 

próxima configuração da fusão, que é selecionada sequencialmente de maneira 

circular. Quando todas as configurações da fusão tiverem sido tentadas sem 

qualquer melhoria, a otimização termina. A Figura 21 traz o pseudocódigo, onde se 

pode notar que toda vez que há uma melhoria em F1 todas as demais configurações 

da lista precisam ser reavaliadas (é uma nova iteração da otimização). 

Figura 21 – Pseudocódigo do algoritmo de otimização 

 

Fonte: Elaborado pelo autor. 

As configurações para compor a fusão (e a lista circular do algoritmo de otimização) 

foram escolhidas manualmente baseando-se, inicialmente, nos seus desempenhos 

individuais e, depois, considerando-se também a diversidade entre elas. 

É importante notar que a quantidade de ODFs na fusão pode influenciar no resultado 

global. Entretanto, à medida que se vai adicionando ODFs, o desempenho da fusão 

aumentará assintoticamente, de modo que poucas ODFs levam a aumentos 

relevantes no desempenho, mas muitas ODFs não. 

3.2 BASE DE DADOS 

Os trabalhos na literatura descrevem muitas dificuldades para a criação de uma 

base de dados para a detecção de onsets. Isso decorre do fato de que uma única 

repita 

  selecionar a próxima configuração da lista circular de configurações 

  repita 

    alterar o valor de  

    executar o algoritmo KFlux, obtendo o F1 global da fusão 

    se F1 aumentou 

      marca a configuração anterior como a última (retestar a lista toda) 

  até que F1 deixe de aumentar 

até que seja a última configuração sem aumento de F1 
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música pode conter milhares de onsets e de que a anotação manual desses onsets 

é bastante suscetível a erro humano, dado que depende de grande atenção e da 

percepção subjetiva do especialista. Por isso, é bastante comum que as bases de 

dados sejam criadas com anotações de pelo menos três especialistas. 

Outra dificuldade é que os autores nem sempre disponibilizam as bases usadas em 

seus trabalhos, o que inviabiliza uma comparação justa entre as diferentes técnicas 

de detecção. Além disso, algumas das poucas bases de dados públicas estão tão 

pobremente anotadas que seu uso simplesmente não vale a pena. 

Neste trabalho a base de dados utilizada é um subconjunto obtido a partir do CD 

“EBU SQAM CD: Sound Quality Assessment Material recordings for subjective 

tests”, que foi disponibilizado publicamente para download na internet pela European 

Broadcasting Union (EBU) em 7 de outubro de 2008 (EBU, 2008). 

O CD traz 70 arquivos de áudio codificados sem perdas no formato Free Lossless 

Audio Codec (FLAC). Também há um documento técnico explicando o conteúdo das 

trilhas. São trechos curtos de áudio de diferentes tipos de instrumentos, incluindo 

alguns com vocais e algumas passagens complexas com múltiplos instrumentos. 

Trinta e oito arquivos desse CD compõem a base de dados utilizada neste trabalho, 

todos amostrados em 44,1 kHz e quantizados em 16 bits, dois deles são mono e 36 

são estéreo (dos quais apenas o canal esquerdo foi utilizado). 

A maioria dessas trilhas contém mais do que uma passagem de áudio repetida duas 

vezes. Então, para ser conciso e evitar a contaminação dos testes devido a essas 

repetições, dos 38 arquivos foram recortados, sem qualquer processamento 

adicional, 61 extratos de áudio de diferentes passagens. Vinte e quatro desses 

extratos também foram utilizados em dois outros trabalhos de detecção de onsets 

percussivos (GNANN; SPIERTZ, 2009) e (THOSHKAHNA; NSABIMANA; 

RAMAKRISHNAN, 2011), dos quais um dos autores, Mr. Gnann, gentilmente cedeu 

as anotações, viabilizando comparações de desempenho diretas. Esses 24 extratos 

são chamados de “base de dados inicial” ao longo do texto. Os demais 37 extratos 

completam a base de dados deste trabalho, adicionando alguns poucos materiais 

percussivos e muitos não-percussivos. 
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O Quadro 4 mostra os extratos da base de dados, indicando sua trilha e passagem 

originais do CD, tipo (“P”ercussivo ou “N”ão-percussivo) e conteúdo, bem como o 

início, o final e a duração do recorte (em segundos) feito no arquivo original. O 

conteúdo contém o nome do instrumento (como grafado no documento técnico do 

CD) e um sufixo indicando a presença de: arpeggio, single tone, rhythm, melody, 

mf = arpeggio mezzoforte, ff = arpeggio fortíssimo, vibrato e trêmolo. A base de 

dados inicial corresponde aos extratos de número 1 a 24 (o número do extrato está 

realçado com um verde igual ao do cabeçalho). 

Quadro 4 – Extratos do CD EBU-SQAM que formam a base de dados 

 

Fonte: Elaborado pelo autor. 

A base de dados foi anotada por múltiplos especialistas, usando um programa 

comercial para ouvir e visualizar tanto a forma de onda quanto os espectrogramas 

em várias resoluções. A tabela verdade tem 602 onsets: a base inicial tem 276 

onsets somente percussivos e a base completa tem 298 percussivos e 304 não-

percussivos – uma base bem balanceada. 
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É importante notar que os 61 extratos têm diferentes níveis de sinal e alguns têm 

inclusive variações dinâmicas, o que constitui um desafio para a detecção de onsets. 

Outro desafio se deve à presença de vibratos, trêmolos e os dois em conjunto, 

notadamente nos extratos não-percussivos. Mais ainda, há extratos monofônicos e 

polifônicos, com vários tipos diferentes de instrumentos: de arco, de sopro, 

eletrônicos, metais, percussão e bateria, dentre outros. Apesar de toda essa 

diversidade ser interessante para gerar um algoritmo robusto, essa base de dados 

não possui extratos com misturas muito complexas, devido às dificuldades na sua 

anotação manual (demasiadamente suscetível a erro humano), nem extratos 

cantados, devido a uma falta de definição sobre o que deveria ser considerado como 

onset nesse tipo de trilha sonora. Mesmo assim, os capítulos 4 e 5 abordam essas 

duas situações com os resultados da MIREX 2017. 

3.3 CRITÉRIO DE AVALIAÇÃO 

O processo de avaliação do algoritmo KFlux consiste em selecionar uma 

configuração de parâmetros, executar o algoritmo na base de dados (gerando a 

ODF) e comparar os onsets detectados na ODF com os da tabela verdade. 

São utilizadas as mesmas definições para TP, FP e FN, bem como os mesmos 

critérios de precisão, revocação e a medida F1, que na MIREX (vide subseção 2.1.3). 

A subseção 3.1.1 apresentou adicionalmente um cenário de fusão, que será 

avaliado da mesma forma, bastando encontrar os valores de TP, FP e FN 

resultantes da fusão e calcular a medida F1. 
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4 RESULTADOS E DISCUSSÃO 

Um exemplo de execução do algoritmo KFlux foi apresentado ao longo da subseção 

3.1. Seu espectrograma tem 250 bins de frequências na escala Mel e a ODF foi 

gerada com os parâmetros  = 40 ms,  = 80%,  = “F”, N = 1 e  = 4 dB. 

4.1 RESULTADOS PRELIMINARES 

Após um teste preliminar do algoritmo com todas as 175 configurações com 

 = [20:10:60],  = [0:20:80],  = “F”, N = 1 e  = [2:1:8], as ODFs que obtiveram os 

10 melhores resultados para a base de dados inicial foram as da Tabela 3. 

Tabela 3 – As melhores 10 ODFs (preliminar) 

# 
Janela 

 (ms) 

Sobreposição 

 (%) 

Limiar 

 (dB) 
TP FN FP F1 

1 40 80 6 272 4 2 0,9891 

2 50 80 5 274 2 6 0,9856 

3 40 80 5 274 2 7 0,9838 

4 30 60 6 270 6 3 0,9836 

5 50 80 6 270 6 3 0,9836 

6 20 60 7 270 6 4 0,9818 

7 20 40 5 274 2 10 0,9786 

8 20 60 5 273 3 9 0,9785 

9 20 60 8 266 10 2 0,9779 

10 30 60 5 273 3 10 0,9767 

Fonte: Elaborado pelo autor. 

Nota: Resultados obtidos com espectrogramas com 250 bins de frequências na escala Mel. 
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Usando a melhor ODF da Tabela 3, o algoritmo KFlux obteve os resultados 

mostrados no Quadro 5. 

Quadro 5 – Resultado da melhor ODF (preliminar) 

 

Fonte: Elaborado pelo autor. 

Ou seja, dos 276 onsets percussivos da base de dados inicial, 272 foram 

corretamente detectados e apenas quatro não foram detectados, com somente dois 

falsos positivos. 

Com relação à quantidade de bins de frequências do espectrograma, além de 250 

também foram experimentadas outras opções, a saber, 120, 80, 70, 50, 30 e 20. 

Todas essas quantidades de bins foram avaliadas com a escala linear e com as 

logarítmicas baseadas na Mel e na cromática. Um resultado interessante foi obtido 

com 30 bins e escala Mel com  = 30,  = 60 e  = 5: 272 TPs, 4 FNs e 4 FPs, 

resultando em F1 = 0,9855, com apenas dois FPs a mais (um no extrato 14 e outro 

no 20, ficando o restante igual) que a melhor ODF com 250 bins na escala Mel. 

O desempenho médio e o desvio padrão das 20 melhores ODFs de cada tipo de 

escala em cada quantidade de bins de frequências avaliados estão mostrados na 

Figura 22. 
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Figura 22 – As 20 melhores ODFs em cada quantidade de bins e escala 

 

Fonte: Elaborado pelo autor. 

Fica bastante clara a superioridade da escala Mel (em azul) sobre as outras, sendo 

a única a bater a média de F1 > 0,97 consistentemente, quando com pelo menos 30 

bins de frequências. A escala linear apresenta um comportamento bastante 

homogêneo (desvios padrões pequenos), atingindo em média quase F1 = 0,97, 

quando com 70 ou mais bins de frequências. A escala cromática foi a pior entre as 

três, com comportamento mais heterogêneo (desvios padrão grandes) e exigindo ao 

menos 70 bins para operar a uma média em torno de F1 = 0,94, o que já estava 

previsto devido à baixa resolução dos espectrogramas em baixas frequências e ao 

grande destaque que essa escala dá a elas. O sucesso da escala Mel se dá 

justamente devido ao seu compromisso entre a psicoacústica ideal e a baixa 

resolução em baixas frequências. Notar que utilizar 30 ou 250 bins de frequências 

resulta praticamente no mesmo, para as escalas Mel e linear. 

Além disso, dentre as 7 quantidades de bins de frequências x 3 tipos de escalas x 

175 configurações = 3675 resultados analisados, a escala Mel ocupa as primeiras 49 

posições, com F1 = [0,9766 , 0,9891]. Nem a escala linear (F1max = 0,9765) nem a 

cromática (F1max = 0,9764) sequer conseguiram atingir F1 = 0,98. 
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4.1.1 Comparação com Outros Trabalhos 

A seção 3.1 já mencionou as dificuldades com relação a bases de dados, entre as 

quais o fato de que cada trabalho usa a sua própria base, inviabilizando 

comparações justas e diretas. A base inicial do algoritmo KFlux foi escolhida de 

modo a propiciar essa comparação. Dois outros trabalhos sobre onsets percussivos, 

(GNANN; SPIERTZ, 2009) e (THOSHKAHNA; NSABIMANA; RAMAKRISHNAN, 

2011) utilizam essa mesma base, com a mesma tabela verdade anotada com 276 

onsets. A Tabela 4 mostra os resultados do algoritmo KFlux e desses dois trabalhos. 

Tabela 4 – Comparação com outros trabalhos percussivos 

Algoritmo de Detecção de Onsets TP FN FP F1 

KFlux 272 4 2 0,9891 

(GNANN; SPIERTZ, 2009) 245 31 12 0,9193 

(THOSHKAHNA; NSABIMANA; 

RAMAKRISHNAN, 2011) 
237 39 11 0,9046 

Fonte: Elaborado pelo autor. 

Destaque-se o desempenho do algoritmo KFlux sobre os demais, superando-os em 

7,59% e 9,34%, com taxas de erro de quase uma ordem de grandeza menores. 

4.2 RESULTADOS GERAIS 

Todo o resultado da subseção 4.1 foi voltado para a detecção de onsets 

percussivos, cumprindo com o penúltimo objetivo específico. Esta subseção mostra 

os resultados considerando a base de dados completa, com onsets percussivos e 

não-percussivos. Além disso, usa todos os valores da Tabela 2 para os parâmetros. 

Devido à quantidade de configurações possíveis (43200), para manter a quantidade 

de experimentos num patamar aceitável em termos de tempo de execução, esta 

subseção utiliza apenas a escala Mel, dado o seu sucesso alcançado nos resultados 
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preliminares. A quantidade de bins de frequências está reduzida a 30, 50 e 80, pelos 

mesmos motivos, mas também para minimizar a quantidade de bins que só 

carregam ruído de fundo e para minimizar vibratos no espectrograma, ambos 

prejudiciais na detecção dos onsets. 

4.2.1 Resultados sem Fusão 

Após o teste do algoritmo com todas as 43200 configurações, as ODFs que 

obtiveram os três melhores resultados para a base de dados foram as do Quadro 6. 

Quadro 6 – As melhores três ODFs por base de dados e quantidade de bins 

 

Fonte: Elaborado pelo autor. 

Esse quadro segmenta a base de dados em quatro subconjuntos, de modo a 

possibilitar comparações com os mesmos trabalhos relacionados na subseção 4.1.1 

(base de dados inicial), análises exclusivamente para hard onsets (base percussiva) 

e soft onsets (base não-percussiva), e análise conjunta com todos os onsets (base 

de dados completa). As linhas estão numeradas para facilitar a referência (coluna #). 
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Com relação à base de dados inicial, a utilização da máscara estendida (parâmetro 

N) propiciou uma pequena melhoria no desempenho do algoritmo, que passou de 

F1 250 bins = 0,9891 e F1 30 bins = 0,9855 (nos resultados preliminares) para F1 = 0,9910, 

independentemente da quantidade de bins (linha 1). Como era esperado, o filtro de 

frequência não foi utilizado ( = “F”), pois as linhas verticais atingem todo o espectro. 

Na base contendo somente extratos percussivos, o desempenho foi F1 = 0,9900, 

equivalente ao da base de dados inicial e também independente da quantidade de 

bins e sem usar o filtro de frequência, o que era esperado, dado que ambas 

possuem apenas onsets percussivos (linha 4). 

Já na base contendo somente extratos não-percussivos, o desempenho variou em 

função da quantidade de bins. De 30 para 50 não fez muita diferença, com F1 ≈ 0,83, 

mas no caso de 80 bins, com F1 = 0,8562, houve uma melhora sensível, da ordem 

de 2 a 4% (linhas 7 a 9). Isso indica que, no caso de instrumentos não-percussivos, 

uma quantidade maior de bins pode ser importante para melhorar a resolução do 

espectrograma, de modo a separar melhor séries harmônicas diferentes. 

No caso da base completa, a diferença devido à quantidade de bins é evidente 

também entre 30 e 50 bins. De F1 30 bins = 0,8622 para F1 50 bins = 0,8725 houve uma 

melhoria de ~1,2% e de 50 bins para F1 80 bins = 0,8866 a melhoria foi ainda maior, de 

~1,6%. De 30 para 80 bins, a melhoria total foi de ~2,8%, compatível com o 

encontrado na base não-percussiva (linha 10). 

A diversidade das configurações entre as linhas do quadro (isto é, entre as bases de 

dados) evidencia que cada tipo de material de áudio é mais bem servido com uma 

ODF em particular. Uma configuração genérica não atende muito bem a todos os 

tipos de áudio. Por exemplo, tomando-se a melhor configuração com 30 bins para a 

base completa (linha 10, F1 = 0,8622) e utilizando-a nos demais três subconjuntos 

da base de dados, obtém-se a Tabela 5, mostrando F1 > 0,9 para onsets 

percussivos, mas F1 < 0,8 para os não-percussivos. Isso indica que uma boa 

estratégia pode ser combinar resultados de ODFs diferentes numa fusão. 

Adicionalmente ao Quadro 6 e mantendo apenas 30 bins, a Figura 23 e a Figura 24 

mostram os histogramas dos parâmetros para todas as configurações com F1 ≥ 0,8, 

para os casos percussivo (coluna da esquerda) e não-percussivo (coluna da direita). 
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Tabela 5 – Melhor ODF genérica por subconjunto da base de dados 

Subconjunto da Base de Dados TP FN FP F1 

Base de Dados Inicial 266 10 29 0,9317 

Base Percussiva 287 11 37 0,9228 

Base Não-Percussiva 220 84 30 0,7942 

Fonte: Elaborado pelo autor. 

A Figura 23 evidencia que os parâmetros  e  influenciam bastante no desempenho 

da detecção de onsets, e seus valores ótimos são diferentes entre os dois tipos de 

onsets, corroborando a hipótese deste trabalho. 

Figura 23 – Histograma dos parâmetros  e  

 

 

Fonte: Elaborado pelo autor. 

A Figura 24 evidencia que com os parâmetros N,  e , introduzidos pelo uso de PDI 

e PDS nos espectrogramas e ODFs, também ocorre o mesmo. 
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Figura 24 – Histograma dos parâmetros N,  e  

 

 

 

Fonte: Elaborado pelo autor. 

A máscara estendida mostra-se vantajosa em relação ao operador de Prewitt para 

quase todos os valores de N > 1. 

O filtro de frequência com  = “M” mostra sua utilidade no caso de onsets não-

percussivos, confirmando que as séries harmônicas dos instrumentos não-

percussivos concentram-se nessa faixa de frequências médias. 
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Os limiares ótimos obtidos confirmam as observações dos resultados preliminares 

de que a intensidade dos onsets percussivos é maior que a dos não-percussivos. 

Portanto, fica evidente que cada tipo de onset é mais bem servido com uma 

configuração em particular. Essa evidência pode, inclusive, ser estendida para cada 

classe ou tipo de instrumento diferente em trabalhos futuros. 

4.2.2 Resultados com Fusão 

No cenário de fusão, estão mantidas a escala Mel e as 43200 configurações, mas 

com somente 30 bins de frequências, para possibilitar avaliar o quanto de melhoria 

no desempenho se consegue atingir com tão poucos bins no espectrograma. 

A primeira fusão foi feita com a combinação das três melhores ODFs para a base 

completa (Quadro 6, linhas 10 a 12, F1 = 0,8622; 0,8559 e 0,8523), mas a melhoria 

de desempenho foi insignificante. Depois, a combinação tentada foi das melhores 

ODFs para a base percussiva com as melhores para a base não-percussiva, o que 

foi bem melhor, devido à diversidade (heterogeneidade) entre as configurações. 

Então, objetivando ainda mais a diversificação nos parâmetros das configurações, 

obteve-se as do Quadro 7. 

Essas cinco configurações do topo do quadro foram introduzidas na lista circular do 

algoritmo de otimização (vide subseção 3.1.8), que reajustou os seus parâmetros  

naqueles indicados pela coluna o, que são os limiares otimizados. Dessa forma, 

usando apenas cinco ODFs otimizadas foi o suficiente para obter uma melhora de 

desempenho relevante: de 0,8622 para 0,9005 (+4,44%). Também houve melhoria 

para a base de dados inicial: de 0,9317 para 0,9582 (+2,84%), para a base 

percussiva: de 0,9228 para 0,9581 (+3,83%) e para a base não-percussiva: de 

0,7942 para 0,8375 (+5,45%). 
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Quadro 7 – ODFs da fusão e resultado por subconjunto da base de dados 

   N   o 

 14 80 8 F 5,5 5,6 

 70 80 3 F 4,0 7,8 

 80 80 3 M 5,0 5,8 

 60 80 6 M 4,0 5,5 

 40 80 14 M 3,5 4,4 

Subconjunto da Base de Dados / Trabalho TP FN FP F1 

Base de Dados Inicial 275 1 23 0,9582 

(GNANN; SPIERTZ, 2009) 245 31 12 0,9193 

(THOSHKAHNA; NSABIMANA; RAMAKRISHNAN, 2011) 237 39 11 0,9046 

Base Percussiva 297 1 25 0,9581 

Base Não-Percussiva 237 67 25 0,8375 

Base de Dados Completa 534 68 50 0,9005 

Fonte: Elaborado pelo autor. 

É válido mencionar que mesmo abrindo mão da melhor ODF para o caso percussivo 

e usando uma combinação mais genérica com a fusão, o algoritmo KFlux ainda 

consegue se manter à frente (F1 = 0,9582) dos outros dois trabalhos exclusivamente 

percussivos (em destaque laranja), superando-os em 4,23% e 5,93% e detectando 

praticamente todos os onsets percussivos (FN = 1). 

Esse resultado de F1 = 0,9005 (detalhado no Quadro 8), numa base de dados que 

possui diversidade de instrumentos com hard e soft onsets, deixa o algoritmo KFlux 

em condições de submissão à MIREX (o melhor desempenho na MIREX 2016 foi de 

F1 = 0,8732, vide subseção 2.1.3, embora numa base de dados diferente, oculta). 
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Quadro 8 – Resultado da fusão (geral) 

 

Fonte: Elaborado pelo autor. 

4.3 RESULTADOS DA MIREX 2017 

A base de dados da MIREX 2017 não está disponível publicamente, mas parece que 

a mesma base vem sendo utilizada desde a criação da MIREX, em 2005. Essa base 

tem 85 extratos e milhares de onsets distribuídos em nove classes de trilhas 

sonoras: complex, poly pitched, solo bars and bells, solo brass, solo drum, solo 

plucked strings, solo singing voice, solo sustained strings e solo winds. Os onsets 

também foram manualmente anotados por uma quantidade entre duas a cinco 

pessoas. 

O Quadro 9 mostra os resultados ordenados pela medida F1 (esquerda), pela 

precisão (meio) e pela revocação (direita) dos 12 algoritmos avaliados. 
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Quadro 9 – Resultado da MIREX 2017: Sumário 

 

Fonte: Elaborado pelo autor. 

O algoritmo KFlux foi submetido em duas versões, KPK1 e KPK2, e ficou em sétimo 

e oitavo lugares em termos de F1, em primeiro e terceiro lugares em termos de 

precisão, e em oitavo e nono lugares em termos de revocação. 

A primeira versão submetida, KPK1, é a mesma da fusão da subseção 4.2.2, 

Quadro 7. Na segunda versão, KPK2, foi usada uma fusão com 19 ODFs, que 

obteve, na base de dados completa do algoritmo KFlux, os resultados da Tabela 6. A 

influência da quantidade de ODFs na fusão está mostrada na Figura 25. 

Tabela 6 – Fusão com 19 ODFs por subconjunto da base de dados 

Subconjunto da Base de Dados TP FN FP F1 

Base Percussiva 297 1 25 0,9581 

Base Não-Percussiva 256 48 21 0,8812 

Base de Dados Completa 553 49 46 0,9209 

Fonte: Elaborado pelo autor. 

Figura 25 – Desempenho da fusão em função da quantidade de ODFs 

 

Fonte: Elaborado pelo autor. 
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A boa colocação das duas submissões, em termos de precisão, indica que houve 

uma baixa quantidade de FPs, comparada à de TPs, o que conforme (4), mostra que 

o algoritmo KFlux possui uma taxa de detecção de TPs confiável. O baixo valor de 

revocação levou a medida F1 à colocação mediana geral. Isso ocorreu devido a 

valores relativamente altos de FN, comparados com os de TP, o que conforme (4), 

mostra que as submissões estavam muito conservadoras, provavelmente com 

parâmetros de limiar ajustados muito alto para as ODFs selecionadas nas fusões. 

O Quadro 10 mostra os resultados por classe de trilha sonora, também para os 12 

algoritmos submetidos para avaliação. 

Quadro 10 – Resultado da MIREX 2017 por classes 

 

Fonte: Elaborado pelo autor. 

As submissões do algoritmo KFlux foram muito bem na classe solo bars and bells, 

melhor até que o algoritmo vencedor, SB8. Elas foram bem também nas classes 

solo drum, poly pitched e solo plucked strings. Isso provavelmente é devido à 

natureza percussiva dessas classes, com exceção da poly pitched, que 

provavelmente tem muitas mudanças de séries harmônicas ao mesmo tempo. 
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Nas classes solo brass e complex, o desempenho não foi bom devido à baixa 

precisão e à baixa revocação, respectivamente (abaixo de 65%). A classe solo winds 

teve ambas as medidas baixas, embora o KPK2 tenha se saído melhor que o KPK1. 

A classe solo sustained strings teve uma revocação muito baixa (em torno de 40%), 

provavelmente devido ao ajuste conservador dos limiares das ODFs, para evitar 

vibratos e trêmolos comuns nesse tipo de trilha. 

A classe solo singing voice teve o pior resultado, embora o KPK2 tenha se saído 

bem melhor que o KPK1. O desempenho de KPK2, F1 = 46,5893%, ficou um pouco 

acima da média, quando comparado com o melhor (SB8, F1 = 61,9366%) e o pior 

(CC2, F1 = 17,4294%) desempenho. A grande variância nessa classe provavelmente 

é devida à falta de uma definição para onsets vocais. 

Considerando que a base de dados MIREX é oculta, não sendo possível maiores 

análises, que possui muito mais onsets que a base de dados utilizada nos testes do 

algoritmo KFlux e que possui mais diversidade, inclusive trilhas complexas e 

cantadas, para os quais o algoritmo KFlux não foi preparado, os resultados em torno 

de F1 = 0,794 podem ser considerados muito bons, inclusive deixando alguns 

algoritmos (CC2 e CS1) de autores famosos na literatura (Chris Cannam, Dan 

Stowell, (STOWELL; PLUMBLEY, 2007)) para trás. 

Finalmente, o estado da arte parece não ter mudado de 2016 para 2017, pois apesar 

de os resumos estendidos das submissões ainda não estarem oficialmente 

publicados, os nomes dos algoritmos dos seis colocados acima das submissões do 

algoritmo KFlux são similares aos de 2016: SB8 (CNNOnsetDetector.2017), SB4 

(OnsetDetector.2017), SB5 (OnsetDetectorLL.2017), SB3 (ComplexFlux.2017), BK2 

(LogFiltSpecFlux.2017) e SB6 (SuperFlux.2017). 

4.4 RESULTADOS ESPECÍFICOS 

Esta subseção relaciona resultados obtidos em trilhas específicas da base de dados 

do algoritmo KFlux. A maioria dos resultados foi obtida usando a melhor ODF da 

Tabela 3, ou seja, com os parâmetros  = 40 ms,  = 80%,  = “F”, N = 1 e  = 6 dB. 
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São cinco trilhas selecionadas com características diferenciadas, para as quais são 

apresentadas uma figura contendo sua forma de onda (na parte superior, em azul), o 

espectrograma correspondente (ao meio, em escala de cinza) e a saída do algoritmo 

KFlux (abaixo, com marcadores em cores com o gradiente em escala de cinza ao 

fundo). O título da figura indica o extrato da base de dados e a trilha, passagem e 

descrição correspondente no CD EBU-SQAM. Então, há uma breve descrição das 

características do extrato e a análise da saída obtida com o algoritmo KFlux. 

O primeiro extrato, na Figura 26, é bem percussiva e rítmica, usando castanholas. 

Figura 26 – Processamento do extrato 4: trilha 27, passagem 1 (Castanets-sr) 

 

 

 

Fonte: Elaborado pelo autor. 
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A forma de onda tem picos muito bem definidos nos onsets, o que é corroborado 

pelo espectrograma na forma de linhas verticais. A atuação do instrumento é 

bastante veloz, havendo intervalos da ordem de 100ms entre as batidas mais 

rápidas. Uma vez que as linhas verticais são bastante evidentes no espectrograma, 

o algoritmo KFlux não teve dificuldade para detectar corretamente todos os 43 

onsets, sem qualquer falso positivo. 

O segundo extrato está na Figura 27, uma trilha ao mesmo tempo percussiva e 

melódica executada em um instrumento chamado glockenspiel. 

Figura 27 – Processamento do extrato 11: trilha 35, passagem 2 (Glockenspiel-m) 

 

 

 

Fonte: Elaborado pelo autor. 
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Nessa forma de onda os picos não se destacam tanto como no extrato anterior, mas 

ainda são visíveis. No espectrograma são bem visíveis dois grupos de nove linhas 

verticais e o algoritmo KFlux novamente não teve dificuldade para detectar 

corretamente todos os 18 onsets, sem falsos positivos. Por se tratar de um 

instrumento melódico, há também as linhas horizontais no espectrograma, mas que 

foram ignoradas pelo algoritmo KFlux devido à maneira como obtém o gradiente (as 

linhas desaparecem). 

O terceiro extrato está na Figura 28, percussivo e melódico, tocado num vibrafone. 

Figura 28 – Processamento do extrato 14: trilha 37, passagem 1 (Vibraphone-a) 

 

 

 

Fonte: Elaborado pelo autor. 



100 

Esse instrumento é interessante porque apresenta inerentemente a característica do 

efeito de trêmolo, que pode ser percebida tanto na forma de onda (picos recorrentes) 

quanto no espectrograma (linhas horizontais tracejadas). O trêmolo pode causar 

falsos positivos em detectores de onsets, mas ele não foi problema para o algoritmo 

KFlux porque seu foco está nas linhas verticais, que mais uma vez são notórias, 

resultando na correta detecção dos sete onsets, sem falsos positivos. 

O quarto extrato está na Figura 29, uma trilha polifônica tocada em um cravo. 

Figura 29 – Processamento do extrato 21: trilha 40, passagem 2 (Harpsichord-m) 

 

 

 

Fonte: Elaborado pelo autor. 
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O cravo produz muitos harmônicos no espectrograma e os onsets são percebidos 

pelo desencontro das linhas horizontais. A alta quantidade de harmônicos favoreceu 

a detecção de todos os nove onsets, mas dois falsos positivos também apareceram, 

devido ao cravo produzir um ruído característico nos offsets, provocado pelo 

amortecimento repentino da vibração das notas. Os offsets aparecem como sutis 

linhas verticais no espectrograma (a linha em ~12,2s é o offset da última nota) e 

quase provocaram outros dois falsos positivos (picos na ODF) em ~2,3s e ~8,3s. 

O último extrato está na Figura 30, não-percussivo, tocado numa viola. 

Figura 30 – Processamento do extrato 28: trilha 9, passagem 1 (Viola-av) 

 

 

 

Fonte: Elaborado pelo autor. 
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Nesse exemplo, a configuração utilizada foi com os parâmetros  = 70 ms,  = 80%, 

 = “M”, N = 7 e  = 4 dB. 

O modo de tocar a viola geralmente implica na presença de muito vibrato e trêmolo, 

além de quase não possuir característica percussiva. Isso deixa o espectrograma 

praticamente sem linhas verticais, apenas com as séries harmônicas, caracterizando 

onsets não-percussivos. 

Para não sofrer influência negativa dos vibratos e trêmolos, o espectrograma teve 

sua quantidade de bins de frequências bastante reduzido (apenas 30 bins), como se 

pode perceber pela altura de cada linha na imagem do espectrograma. 

Para não sofrer influência negativa do ruído de fundo em bins de frequências fora da 

faixa das séries harmônicas desse instrumento, foi utilizado o filtro de frequências 

 = “M”, restringindo a utilização do espectrograma à faixa de frequências médias 

(160 a 4160 Hz) conforme indicado pelos retângulos tracejados nas imagens. 
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5 CONCLUSÃO 

Este trabalho apresentou o uso de técnicas de PDI e PDS, tais como a convolução 

de máscara e filtros, sobre a imagem de espectrogramas, objetivando a detecção de 

onsets (isto é, de eventos sonoros relevantes à percepção auditiva humana) em 

trechos de áudio. 

É particularmente interessante notar que foi usada uma técnica do domínio espacial 

(os filtros espaciais) sobre imagens de espectrogramas, que são obtidas de 

transformações do sinal de áudio para o domínio da frequência. 

Usando procedimentos de simples aplicação, sem maiores complexidades 

matemáticas, mas com decisões de desenvolvimento bem fundamentadas na teoria 

apresentada, o algoritmo proposto – o KFlux – consegue detectar muito bem os 

onsets percussivos em vários cenários diferentes: conhecendo o teor da trilha de 

áudio com uma ODF específica (F1 = 0,9900), sem conhecer o teor da trilha com 

uma ODF genérica (F1 = 0,9228) e sem conhecer o teor da trilha com uma fusão de 

ODFs (F1 = 0,9581). 

Para os onsets não-percussivos, nos mesmos cenários, consegue-se as marcas 

F1 = 0,8324, F1 = 0,7942 e F1 = 0,8375, respectivamente. Para os onsets, de modo 

geral, atinge-se F1 = 0,8622 com uma ODF genérica e F1 = 0,9005 com uma fusão 

de apenas cinco ODFs, outra marca considerável. Isso tudo utilizando 

espectrogramas com apenas 30 bins de frequências. 

Ficou evidente que, para onsets percussivos, a quantidade de bins de frequência do 

espectrograma não importa muito, dado que eles aparecem como linhas verticais 

tomando, em geral, todo o espectro de frequências. Mas no caso de onsets não-

percussivos, isso faz diferença, ainda mais quando em conjunto com a escolha da 

escala de frequências para o espectrograma, que se feita inadequadamente pode 

prejudicar os resultados, devido à priorização excessiva na região de baixas 

frequências, ponto fraco dos espectrogramas. Nesse quesito, a escala Mel provou 

ser uma opção muito boa, em detrimento das escalas linear e cromática, aplicando 

bem a psicoacústica e evitando muitos bins no ponto fraco dos espectrogramas. 
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Com relação à parametrização dos espectrogramas, ficou evidente que tipos 

diferentes de trilhas de áudio são mais bem atendidos com diferentes configurações 

de tamanho e sobreposição de janela, ainda mais quando unidas ao parâmetro do 

tamanho lateral da máscara do filtro de gradiente. Uma configuração genérica não 

funciona bem para todos os tipos de áudio. 

O filtro de frequências, especialmente na faixa de frequências médias ( = “M”), 

provou ser eficaz para a detecção de onsets não-percussivos (linhas 7 a 9 do 

Quadro 6). 

O filtro de gradiente, com uma máscara baseada numa extensão do operador de 

Prewitt, se mostrou bastante eficiente para filtrar ruídos e, ao mesmo tempo, realçar 

os inícios das séries harmônicas, mantendo as linhas verticais com boa detecção. 

Na fase de obtenção da ODF, o uso da média quadro a quadro é uma boa 

abordagem, o que aliado ao filtro de frequências removendo bins de frequência que 

só carregam ruído de fundo, provou gerar ODFs com picos que se destacam 

bastante do ruído de fundo. Manter a quantidade total de bins em 30 também ajuda 

a valorizar as séries harmônicas e minimizar o ruído de fundo. 

A etapa de limiarização adaptativa por proeminência mostrou ser tão eficiente ou 

mais que as realizadas com análises estatísticas, com a vantagem de ter uma 

simplicidade incomparável com essas últimas, pois não há necessidade de se 

calcular médias, desvios padrão ou variâncias e nem de se preocupar com ordens e 

outros detalhes de filtros, trazendo uma abordagem realmente muito prática. 

O bloco de agrupamento funcionou muito bem, evitando os tão comuns “doubled 

onsets”, que são duplas (ou até múltiplas) detecções de um mesmo onset, 

responsáveis por aumentar sensivelmente a quantidade de falsos positivos. O 

agrupamento tem ainda uma segunda utilidade, servindo para atender o cenário de 

fusões de ODFs. Desse modo, ficou realmente simples realizar a fusão, bastando 

entregar os candidatos a onsets de todas as ODFs diretamente para o bloco de 

agrupamento, que resolve os desalinhamentos temporais entre ODFs. 

O cenário de fusão provou ser realmente poderoso, melhorando a detecção de todos 

os tipos de onsets, mesmo utilizando apenas ODFs originadas de espectrogramas 
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com somente 30 bins de frequências. Para conseguir a melhoria no desempenho é 

realmente importante obter heterogeneidade, no caso, das ODFs selecionadas para 

compor a fusão. A combinação precisa de ajustes nos limiares de cada ODF e um 

algoritmo de otimização externo ajudou bastante nesse processo, sendo de vital 

importância. 

Outro detalhe interessante sobre a heterogeneidade de configurações é que ela leva 

a espectrogramas com resoluções diferentes, que serão “unificados” na fusão, o que 

remete aos princípios da análise multirresolução. 

Finalmente, o algoritmo KFlux ainda disponibiliza adicionalmente em sua saída, a 

intensidade dos onsets detectados em dB, dando um significado físico 

compreensível para facilitar a identificação dos onsets mais importantes em 

processos de mais alto nível da MIR. 

5.1 MIREX 

A submissão do algoritmo KFlux à MIREX 2017 serviu a dois propósitos: validação e 

estudo de caso. A validação da detecção em trilhas com hard onsets ocorreu através 

das classes inerentemente percussivas, para as quais bons desempenhos foram 

obtidos. Para os soft onsets os desempenhos foram apenas razoáveis, porém muito 

provavelmente devido ao conservadorismo com os quais os limiares das 

configurações das fusões do algoritmo foram ajustados. 

Como estudos de casos, o algoritmo KFlux foi testado com as classes de trilhas 

complexas e de trilhas cantadas. Para as primeiras obteve-se um desempenho até 

razoável, mas para as últimas fica patente a necessidade de melhorias, a começar 

pela definição um pouco mais objetiva do que seria um onset para vocais cantados. 

Infelizmente, a base de dados é oculta, não sendo possível nenhum tipo de análise 

aprofundada com o intuito de se completar a modelagem do algoritmo submetido 

para alcançar melhores resultados. No entanto, a MIREX é uma importante 
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referência em comum para a comunidade MIR, que tem muita dificuldade de obter 

boas bases de dados para validar seus algoritmos. 

5.2 TRABALHOS FUTUROS 

Os resultados obtidos para 50 e 80 bins de frequências mostram que vale a pena 

investigar mais opções para essas quantidades. Também, nada impede de se tentar 

uma fusão de ODFs oriundas de espectrogramas com 30 bins com ODFs oriundas 

de espectrogramas com outras quantidades de bins de frequências. Com isso, se 

obtém ainda mais heterogeneidade, e há potencial para ganhos de desempenho. 

Outros tipos de escalas podem ser experimentados no eixo y do espectrograma, tal 

como a escala Bark ou, até mesmo, um híbrido entre ela e a escala Mel. Seguindo 

com a experimentação no eixo y, também podem ser criadas novas faixas para o 

filtro de frequências, principalmente se a quantidade de bins de frequências for 

aumentada. Desse modo, o parâmetro  terá mais alternativas a serem exploradas, 

inclusive para estudar parâmetros para classes ou tipos de instrumentos diferentes. 

A submissão à MIREX mostrou que é importante acrescentar mais corpo à base de 

dados, adicionando mais tipos de trilhas de áudio e mais onsets dentro de cada tipo. 

Os caminhos para isso são, do mais simples para o mais difícil: obter mais bases 

com outros autores de trabalhos no mesmo tema, obter mais bases de dados 

públicas e trabalhar nelas para corrigir as anotações e criar novas bases 

inteiramente do zero. Dessa forma, podem-se ajustar mais genericamente as 

configurações, que de outra forma, ficam muito condicionadas em determinados 

tipos de trilhas sonoras. 

Finalmente, é importante submeter o algoritmo novamente na MIREX, contemplando 

quaisquer modificações que forem realizadas no algoritmo, para validar se elas 

estão caminhando positivamente ou não. O baixo desempenho em trilhas cantadas 

e em outras classes de trilhas sonoras mostra que ainda há espaço para mais 

análises e melhorias na modelagem do algoritmo KFlux. 
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